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1. Einleitung 

1.1 Schlaganfall 

Kardiovaskuläre Erkrankungen wie Schlaganfall und Herzinfarkt gehören zu 

den weltweit führenden Todesursachen (Lozano et al., 2012, Murray and 

Lopez, 1997, WHO, 2012), und nehmen im Rahmen des demographischen 

Wandels weiter zu (Roth et al., 2015, Forouzanfar et al., 2015). Andererseits 

überleben immer mehr Patienten einen schweren Schlaganfall. Hierdurch 

bedingt ist er zu einer der führenden Ursachen für eine erworbene lebenslange 

Behinderung geworden (Dobkin, 2005, Sharma et al., 2006, Lai et al., 2002). 

Vor allem ältere Patienten leiden an bleibenden Einschränkungen nicht nur 

körperlicher, sondern auch kognitiver und sozialer Art (Rachpukdee et al., 2013) 

mit teilweise einschneidenden Einbußen der Lebensqualität (Tengs et al., 2001) 

durch Lähmungen von Gesicht, Arm und Hand einer Körperseite (Langhorne et 

al., 2009) und damit dem Verlust eines unabhängigen, selbstbestimmten 

Lebens (Clarke and Black, 2005). Trotz intensiver Rehabilitationsarbeit bleiben 

oft motorische Funktionseinschränkungen zurück, welche eine Rückkehr ins 

Arbeitsleben, als wichtigen Ort sozialer Interaktion, unmöglich machen (Nowak 

et al., 2008).  

 

1.2 Neuroplastizität 

Das menschliche Gehirns muss in seiner Entwicklung und der 

Aufrechterhaltung seiner Funktion eine konstante Anpassung an 

Umweltfaktoren durchführen (Buonomano and Merzenich, 1998, Rossini, 2009). 

Viele komplexe neuronale Vorgänge können nicht in einem bestimmten Areal 

des Gehirns verortet werden. Viel mehr basieren sie auf einem umfassenden 

Netzwerk aufeinander abgestimmter und kooperierender Zentren, welche über 

das Gehirn verteilt sind. Sobald ein Teil dieses Netzwerkes ausfällt, versucht 

der Organismus den Verlust durch andere Teile des Gehirns auszugleichen, die 

die verlorenen Funktionen im Sinne einer neuronalen Reorganisation 

übernehmen (Shaw, 2001). Dies ist die wichtigste biologische Basis für die 
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sogenannte Neuroplastizität. Ein Umfeld mit einer Vielzahl von externen Stimuli 

(Murphy and Corbett, 2009, Sale et al., 2009), wie allgemeinsensorischem und 

motorischem Input, Lernen und spezifischen Hirnstimulationen befeuert die 

Neuroplastizität und damit die Reorganisation. Diese Plastizität kann in Form 

von physiologischen und psychologischen Parametern gemessen werden (Kolb 

and Gibb, 2011, Stuss et al., 2008). 

Plastische Veränderungen des Gehirns brauchen dabei nicht nur Zeit, sondern 

auch einen regelmäßig wiederholten Strom von Informationen, der genau 

diesen Nerv und diesen Pfad als wichtig und damit erhaltenswert identifiziert, da 

inaktive Synapsen allmählich abgebaut werden. Für Schlaganfallpatienten heißt 

das: die Pfade, die ursprünglich für die Motorik der nun gelähmten Extremität 

verantwortlich waren, sind nun von dem Netzwerk motorischer 

Bewegungsmuster abgeschnitten und damit der Gefahr des Abbaus 

ausgesetzt. Durch dieses „Hebb‘sche Lernen“ (Sterr and Conforto, 2012) kann 

hier die Rehabilitation von Patienten nach einem Schlaganfall verbessert 

werden(Soekadar et al., 2015). 

Unmittelbar nach dem ischämischen Ereignis ist das Gehirn besonders 

vulnerabel für Folgeschäden des Schlaganfalls, andererseits ist es aber auch 

besonders empfänglich (Askim et al., 2014, Bernhardt et al., 2013, Biernaskie et 

al., 2004, Kwakkel et al., 2003) für Trainings, die sich diese erhöhte 

Neuroplastizität zunutze machen (Dancause et al., 2005, Dancause and Nudo, 

2011, Shindo et al., 2011). Es ist daher sinnvoll, rasch nach dem Ereignis mit 

einem breiten Spektrum an verschiedenen Rehabilitationsansätzen 

einzusteigen (Pollock et al., 2014). Folgende rehabilitative Ansätze haben sich 

dabei als besonders günstig erwiesen (Langhorne et al., 2009): Constraint-

induced movement therapy (CIMT) (Taub and Morris, 2001, Taub et al., 1999, 

Taub et al., 2002) bei der der gelernte Nichtgebrauch der gelähmten Extremität 

unterbrochen wird, elektromyographisches Feedback, welches das haptische 

Feedback der Muskelanspannung mit einem anderen Sinnesorgan, zum 

Beispiel durch visuelle oder auditorische Reize verbindet (Armagan et al., 2003, 

Dipietro et al., 2011, Doğan-Aslan et al., 2012, Hu et al., 2009, Woodford and 
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Price, 2007), mentales Training (Malouin and Richards, 2010) unter 

Einbeziehung von Motor Imagery, also die kognitive Simulation einer Handlung 

(Lotze and Halsband, 2006) und die Robotik, die über neuronale Impulse 

gesteuerte Maschinen einsetzt und damit nicht nur die Rehabilitation 

beschleunigt, sondern auch irreversible Funktionseinschränkungen im täglichen 

Leben überbrückt (Mehrholz et al., 2012, Yanagisawa et al., 2011, Kutner et al., 

2010). 

In der Praxis hat sich vor allem die Kombination mehrerer neurorehabilitativer 

Verfahren als effektiv erwiesen. Beispielsweise kann ein Motor Imagery 

Training mit visuellem, auditorischem oder haptischem Feedback (Gomez-

Rodriguez et al., 2011, Ramos-Murguialday et al., 2013, Boe et al., 2014) durch 

ein Brain-Machine Interface (BMI, Gehirn-Maschinen-Schnittstelle) (Ang et al., 

2011, Kaiser et al., 2011, Soekadar et al., 2011, Cincotti et al., 2012) unterstützt 

oder mit einem Roboter gekoppelt werden (Ang et al., 2010, Hogan and Krebs, 

2011, Lo et al., 2010, Ang et al., 2014). 

 

1.3 Rehabilitation mittels Feedback 

Beim Biofeedback, oder auch - wenn es um neuronale Prozesse geht – 

Neurofeedback wird Patienten ein eigentlich unbewusst ablaufender, eventuell 

viszeraler Prozess bewusst und damit steuerbar gemacht, indem er auf einem 

Computerbildschirm aufgezeichnet wird. Die therapeutische Anwendung von 

Biofeedback-Verfahren reicht von psychiatrischen Erkrankungen über ADHS, 

Bluthochdruck und Asthma bis zu chronischen Schmerzen (Dornhege et al., 

2007, Rief, 2006). Eine besondere Bedeutung aber kommt dem Neurofeedback 

in der Rehabilitation von Lähmungen der oberen Extremität nach 

Schlaganfällen zu. 
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1.3.1 Elektromyographisches Feedback 

Die Elektromyographie (EMG) ist eine nützliche Methode um Muskelaktivität 

nachzuweisen. Dabei werden die elektrischen Ströme, die Muskelzellen beim 

Zusammenziehen und Entspannen aussenden, aufgezeichnet und in einem 

Elektromyogramm (ebenfalls EMG) dargestellt. Besonders wenn viele 

Muskelzellen gleichzeitig die gleichen Spannungen emittieren zeigen sich 

Wellen myoelektrischer Aktivität in Potenzialen. Eine besondere Bedeutung hat 

das EMG zum Beispiel in der Unterscheidung von Nervenerkrankungen versus 

Muskelerkrankungen. Viele Schlaganfallpatienten mit einer akuten oder 

chronischen Hemiplegie haben die Fähigkeit, den Arm zu bewegen, vollständig 

verloren. Oft genügt jedoch die verbliebene elektrische Aktivität in dem 

betreffenden Muskel, um von einem EMG aufgenommen zu werden. Studien 

haben gezeigt, dass das EMG-Feedbacktraining die Rehabilitation nach 

Schlaganfall auf diverse Arten unterstützen und vorantreiben kann: es hat einen 

deutlichen Effekt auf den Wiederaufbau der Muskelkraft und die funktionelle 

Wiederherstellung (van Gerven et al., 2009). Zudem können die reflexartigen 

Versteifungen während aktiver und passiver Bewegungstherapien gemindert 

werden (Forbes et al., 2011, Hoffmann et al., 2009, Kamper et al., 2003). 

Andererseits hat sich gezeigt, dass im Gegensatz zu der reinen 

Muskelermüdung (Guillot et al., 2005) die Ermüdung nach längerer komplexer 

Muskelarbeit die Fähigkeit zu Motor Imagery einschränken kann, was zu einer 

deutlichen Diskrepanz zwischen rascher mentaler Planung und zeitlich 

versetzter motorischer Ausführung von Bewegungen führen kann (Demougeot 

and Papaxanthis, 2011). 

 

1.3.2 Elektroenzephalographie im Ruhezustand (Resting 
State EEG) 

Die verschiedenen Neuronen des Gehirns kommunizieren mit Hilfe von 

elektrophysiologischen Wellen miteinander. Die Elektroenzephalographie (EEG) 
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(Schomer and da Silva, 2012) wird genutzt, um diese Hirnwellen aufzunehmen 

und daraus ein charakteristisches Muster von Linien, das Enzephalogramm, zu 

schreiben. Je nach Amplitude und Frequenz der Wellen können Rückschlüsse 

auf die Aktivität des Gehirns gezogen werden. Die EEG-Wellen werden in 

verschiedene Bänder nach ihrer Frequenz eingeteilt: α-Rhythmus (8-13 Hz) 

zeigen wache, entspannte Menschen bei geschlossenen Augen. Der β-

Rhythmus (14-40 Hz) ist ein Hinweis auf Aufmerksamkeit und Aktivierung. Ein 

Ausschnitt daraus, die sensorimotorischen Rhythmen (SMR) (12-15 Hz), hat 

Bedeutung in der Neurofeedback-Forschung. Ein μ-Rhythmus (7-11 Hz) 

erscheint bei Entspannung und wird bei Bewegung oder sensorischen Stimuli 

unterdrückt. Augen öffnen hat keinen Einfluss auf diesen Rhythmus. Der Θ-

Rhythmus (4-7 Hz) tritt physiologisch bei schläfrigen Jugendlichen und bei der 

bewussten Unterdrückung von Bewegung auf. Der δ-Rhythmus (<4 Hz) findet 

sich wiederum bei Kindern, meist über dem okzipitalen Kortex (Ebner and 

Deuschl, 2010).  

Ein wichtiger Aspekt in der Analyse von EEG Wellen und ihrer Verbindung mit 

Lernen ist der sogenannte Resting State, ein Ruhezustand des Gehirns. 

Resting State EEG Ableitungen können genutzt werden, um motorisches 

Lernen vorherzusagen (Wu et al., 2014) und Störungen im kortikalen Netzwerk 

nach Schlaganfall aufzudecken (Dijkhuizen et al., 2014). Sie sind sehr 

individuell ausgeprägt (De Vico Fallani et al., 2011). Resting State Netzwerke 

sind bei der Konsolidierung von motorischem Lernen involviert (Albert et al., 

2009a): ihre Verbindungsstärke gibt einen Hinweis auf die individuelle 

Befähigung, Motor Skills zu erlernen (Albert et al., 2009b), und auf die 

Begabung bei Motor Tasks (Lee et al., 2011, Zhou et al., 2012), abhängig von 

persönlichen Eigenschaften (Langer et al., 2012, Putman, 2011). 

 

1.3.3 Brain-Machine-Interface (BMI) 

Das Brain-Machine-Interface (BMI, Gehirn-Maschinen Schnittstelle) wird auch 

Brain-Computer-Interface (BCI) (Wolpaw et al., 2002), genannt. Es ist ein 
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System, welches vor allem in der Neurotechnik genutzt wird und es Patienten 

erlaubt, einen Computer nur mit der Kraft der durch ihre Vorstellungskraft 

ausgelösten Hirnwellen zu steuern (Fetz, 2007). Das BMI bedient sich in seiner 

Funktion unbewusst ablaufender körperlicher Prozesse. Werden die Prozesse 

auf einem Bildschirm sichtbar gemacht, kann der Patient in diese eingreifen. 

Damit bietet das BMI eine gute Möglichkeit mit hochgradig gelähmten und 

locked-in Patienten zu kommunizieren und mit ihnen zu trainieren (Ang et al., 

2011, Hochberg et al., 2012, Collinger et al., 2013). Das BMI kann 

unterschieden werden in das assistive BMI, welches verlorene 

Körperfunktionen durch eine Maschine ersetzt, und in das restorative BMI, 

welches die Symptome einer Erkrankung durch Lernen zu lindern versucht 

(Gharabaghi, 2016). 

Besonders wichtig für das Neurofeedback ist hier der Sensorimotorische 

Rhythmus (SMR) (Vernon et al., 2003): wenn eine Bewegung ausgeführt oder 

sich nur vorgestellt wird, können die korrespondierenden Hirnwellen über dem 

Motorkortex aufgezeichnet werden. Ein SMR-Feedback (Boulay et al., 2011) 

kann die Rehabilitation der oberen Extremität unterstützen (Prasad et al., 2010, 

Buch et al., 2008), vor allem in Verbindung mit einem Amadeo Handroboter 

(Vukelic and Gharabaghi, 2015a, Brauchle et al., 2015). Es hat sich gezeigt, 

dass der Handroboter durch haptisches und propriozeptives Feedback, welches 

dem visuellen Feedback in diesem Zusammenhang überlegen ist (Koritnik et 

al., 2010, Darvishi et al., 2017), die willentliche Beeinflussung von Hirnaktivität 

durch die Detektion von Bewegungsplanung fördert (Gomez-Rodriguez et al., 

2011). Neurofeedback kann Schlaganfallpatienten damit ein gewisses Maß an 

Kontrolle und Selbständigkeit im täglichen Leben zurückgeben (Nelson, 2007). 

Ein Cochrane Review hat gezeigt, dass mentales Training einen positiven 

Effekt auf die Rehabilitation der oberen Extremität nach Schlaganfall hat (Braun 

et al., 2006, Silvoni et al., 2011). Das BMI ist eine praktische 

Herangehensweise, um Motor Imagery zu üben (Hwang et al., 2009): die 

Probanden stellen sich hierbei vor, sie würden eine bestimmte Bewegung 

wieder und wieder ausüben, ohne jemals einen Muskel bewegen zu müssen. 
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Dies ist für Schlaganfallpatienten eine sehr elegante Möglichkeit, die 

Bewegungen und Beweglichkeit der betroffenen Extremität zu üben, auch wenn 

sie die Kontrolle über die Muskulatur verloren haben. 

 

1.3.4 Motor Imagery und Motor Execution 

Motor Imagery ist eine mentale Trainingsmethode, die schon lange im 

Spitzensport und in der Physiotherapie verbreitet ist (Dickstein and Deutsch, 

2007), denn sie erfordert sowohl motorisches als auch perzeptuelles Lernen 

(Ingram et al., 2016). Sie hilft, die interne Repräsentation des eigenen Körpers 

zu verbessern, führt zu einer Stärkung neuronaler Netzwerke am Ort einer 

Läsion, ebenso wie in umgebenden Hirnbereichen (Sharma et al., 2009) und ist 

zudem eine wirksame Methode, um ein BMI zu steuern (Curran and Stokes, 

2003, Pfurtscheller and Neuper, 1997).  

Wenn jemand eine Bewegung ausführt, ist dafür eine komplexe Kaskade von 

Prozessen in primären (Motorkortex) (Ehrsson et al., 2003) und sekundären 

motorischen Zentren (Prämotorkortex) (Decety, 1996a, Holper et al., 2010) 

verantwortlich. Ähnliche Vorgänge laufen auch schon bei der geistigen 

Simulation einer Bewegungsausführung ab (Gerardin et al., 2000), nur dass der 

letzte Teil dieser Kaskade, die effektive Ausführung der Bewegung, ausbleibt 

(Neuper et al., 2006). Diese Planung von Bewegung nennt sich Motor Imagery 

und findet in posterioparietalen und motorischen Zentren der linken Hemisphäre 

statt (Creem-Regehr, 2009, Haller et al., 2009, Johnson-Frey et al., 2005, 

Lewis, 2006, Rushworth et al., 2003). Dem gegenüber steht die Motor 

Execution, also die eigentliche Ausführung der Bewegung, welche über ein 

beide Hemisphären umspannendes Netzwerk (Grefkes et al., 2008, Shibasaki, 

2012) läuft und auf Signale aus dem kontralateralen primären Motorkortex hin in 

der tatsächlichen Bewegung kumuliert (Chouinard and Paus, 2006). 

Studien haben belegt, dass Motor Imagery und Motor Execution auf 

sogenannten latenten Fähigkeiten aufbauen, welche unabhängig voneinander 
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existieren und damit auch getrennt durch ein traumatisches Ereignis geschädigt 

werden oder erhalten bleiben können (Wiese et al., 2005, de Vries et al., 2011). 

Allerdings hat sich auch gezeigt, dass Motor Imagery und Motor Execution 

beide in ähnlichen Bereichen des Gehirns Veränderungen der Oszillationen im 

α- (8-14 Hz) und im β-Band (15-30 Hz) des EEGs hervorrufen (Decety, 1996a, 

Ehrsson et al., 2003, Gao et al., 2011, Jeannerod, 1995, Kaiser et al., 2011, 

Miller et al., 2012, Miller et al., 2010). Besonders ereignisbezogene spektrale 

Turbulenzen (ERSP: event-related spectral perturbations) im β-Band über dem 

sensorimotorischen Kortex (Kilavik et al., 2013, Brittain et al., 2014, Herrojo 

Ruiz et al., 2014, Kraus et al., 2016b) scheinen einen wichtigen Einfluss auf die 

motorische Rehabilitation nach Schlaganfall (Naros and Gharabaghi, 2015) zu 

haben. 

Es hat sich ein Unterschied zwischen visuellem und kinästhetischem mentalen 

Training (Guillot, 2004) gezeigt: nur das kinästhetische Motor Imagery scheint 

zu einer erhöhten Erregbarkeit im Motorkortex zu führen (Stinear et al., 2006), 

ein nötiges Prärequisit für Neuroplastizität und Neurorehabilitation. Während 

einige Studien ergaben, dass kurz nach einem Schlaganfall Motor Imagery 

ohne nachfolgende Bewegung nur einen geringeren Effekt hat (Ietswaart et al., 

2011), sehen andere einen besonders starken Trainingseffekt durch 

Unterlassung der eigentlichen Bewegung (Jeannerod, 1995). In gesunden 

Vergleichsprobanden aktiviert Motor Imagery sekundär-motorische Strukturen 

wie Prämotorkortex und parietale Bereiche mit nur einer geringen Stimulation 

der primärmotorischen Bereiche. Das ist bei Schlaganfallpatienten anders: hier 

hängt die Qualität des Motor Imagery stark vom Ort der Läsion ab, sodass es 

zu chaotischem Motor Imagery kommen kann (Kuhlman, 1978). Andererseits 

hat sich bei einigen Schlaganfallpatienten eine besondere Präzision bei Motor 

Imagery Übungen mit der kontraläsionalen Extremität im Vergleich zu gesunden 

Vergleichsprobanden gezeigt (Johnson et al., 2002). 

In diesem Zusammenhang stellt sich die Frage, ob ein Motor Imagery Training 

nicht als alternativer Zugang zur Rehabilitation motorischer Fähigkeiten 

(Sharma et al., 2006, Zimmermann-Schlatter et al., 2008) und speziell der nach 
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Schlaganfällen häufigen hochgradigen Lähmung der oberen Extremität 

(Ietswaart et al., 2011) genutzt werden könnte. Wie stehen Motor Imagery und 

Motor Execution in Verbindung zueinander? Und haben diese beiden latenten 

Fähigkeiten einen Einfluss auf die Steuerung eines BMIs? 

 

1.3.5 Die Unfähigkeit einiger Menschen Motor Imagery zu 
nutzen 

Für eine erfolgreiche Zusammenarbeit zwischen Mensch und Maschine beim 

BMI ist ein gewisses Maß an Übung nötig. Der Mensch auf der einen Seite 

muss lernen, welche Hirnwellen der Computer aufnehmen und umwandeln 

kann, der Computer auf der anderen Seite, welche Hirnwellen der Mensch 

aussenden wird, um eine bestimmte Bewegung auszuführen. Die vom 

Menschen ausgesandten Hirnwellen sind im täglichen Leben nicht 

nachvollziehbar. Deshalb scheint es sowohl gesunden Probanden,  als auch 

Schlaganfallpatienten schwer zu fallen, auf Zuruf in einen gewissen Zustand 

ihres Gehirn einzutreten (Lotte et al., 2013). Das kann zu einer verringerten 

Klassifikationsgenauigkeit in der Interaktion zwischen Proband und Klassifikator 

(erkennt erwünschte EEG-Impulse und wandelt sie in Bewegungsbefehle für 

den Roboter um) führen. Darunter kann die Konzentration leiden (Hammer et 

al., 2012) und erhöhter kognitiver Load entstehen (Bauer and Gharabaghi, 

2015a, Kirschner, 2002, Schnotz and Kürschner, 2007). Es kann mit Hilfe von 

operantem Konditionieren gelingen, zerebrale Netzwerke zu verändern und neu 

aufzubauen (Bauer and Gharabaghi, 2015b, Naros and Gharabaghi, 2015, 

Sherlin et al., 2011), wenn das restorative BMI es ermöglicht, dem Patienten 

bestimmte Hirnzustände zurückzumelden. 

Ein wichtiger Aspekt ist hier, dass Patienten nach Schlaganfall nur noch 

eingeschränkt Bewegungen mit der gelähmten Extremität durchführen können. 

Bewegungsansätze können aber selbst in vollständig gelähmten Extremitäten 

sichtbar gemacht werden, um dadurch auf der Basis von Motor Imagery zu 

lernen EEG-Wellen im α- und β-Wellenbereich zu manipulieren (Decety, 



10 
 

1996b). Allerdings hat sich dabei auch gezeigt, dass es eine sehr große 

interindividuelle Bandbreite in der Fähigkeit zur Steuerung eines BMIs (Vidaurre 

and Blankertz, 2010, de Vries et al., 2011, Hammer et al., 2012) gibt, teilweise 

in anatomischen (Buch et al., 2012, Halder et al., 2011, Varkuti et al., 2013), 

teilweise in funktionellen Eigenschaften des Gehirns (Blankertz et al., 2010, 

Grosse-Wentrup et al., 2011, Vukelic et al., 2014, Ahn and Jun, 2015) 

begründet. Das BMI ist ein bilaterales System, in dem beide Seiten 

zusammenpassen müssen und der menschliche Anteil kann dazu führen, dass 

Patienten einem Cognitive Load (kognitive Belastung, s.u.) ausgesetzt sind (de 

Jong, 2010, Schnotz and Kürschner, 2007). 

Sensorimotorische Rhythmen (SMR) sind Wellen im EEG, die durch 

Desynchronisation unterdrückt werden und so Bewegung oder Motor Imagery 

anzeigen. Sie liegen im Bereich von 12-15 Hz und damit im α-Band. Studien 

haben gezeigt, dass die lokalen SMRs im Resting State (Albert et al., 2009b), 

also in Ruhe bei geschlossenen Augen, bei bis zu einem Drittel der Probanden 

die willkürliche Modulation von lokalen im β-Wellenbereich liegenden SMRs bei 

Bewegung vorhersagen können (Blankertz et al., 2010). Andere Studien 

prognostizierten die Leistung in einem BMI Training (Grosse-Wentrup and 

Scholkopf, 2012) durch Analyse der γ-Oszillationen (Grosse-Wentrup et al., 

2011) im fronto-parietalen Netzwerk. Besonders das Neurofeedbacktraining im 

α-Band verspricht die Desynchronisation von SMR zu verbessern (Lopez-Larraz 

et al., 2012). Die Fähigkeit zum Motor Imagery scheint abhängig zu sein von 

einem Netzwerk zwischen regionalen sensomotorischen Oszillationen im β-

Band und distalen Bereichen von α-Band Oszillationen. Probanden zeigten 

kürzlich in einer Studie ein leistungsabhängiges Muster von α-Band Netzwerken 

in Abhängigkeit ihres individuellen β-Modulationsbereiches (Vukelic et al., 

2014). Es gibt bereits einige Ansätze, um dieser Unfähigkeit mit Hilfe von 

Lerntechniken und Algorithmen zu begegnen (Bryan et al., 2013, Vidaurre et al., 

2011b). Können diese Versuche auch beim restorativen BMI nützlich sein, oder 

behindern sie den Rehabilitationserfolg? Die Identifikation von 

neurophysiologischen Korrelaten für die Unfähigkeit ein BMI zu nutzen würde 
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auf jeden Fall den individualisierten Zuschnitt eines Trainings für 

Schlaganfallpatienten basierend auf Neurofeedback deutlich erleichtern. 

 

1.3.6 Motorisches Lernen 

Das motorische Lernen (engl. motor learning) wird im Deutschen auch 

Bewegungslernen genannt. Wenn wir eine Bewegung neu oder wieder 

erlernen, findet motorisches Lernen statt. Auch während wir bereits vertraute 

Bewegungen ausführen, lernt der Körper ständig durch das taktile und 

propriozeptive Feedback dazu. Sensorische Plastizität und perzeptuelles 

Lernen können motorisches Lernen also unterstützen (Ostry and Gribble, 2016, 

Vahdat et al., 2014). Dabei scheint motorisches Lernen mit einer passiven 

Bewegung durch einen Roboterarm vor allem in der ersten Phase ebenso 

effektiv zu sein, wie das Lernen gepaart mit einer aktiven Bewegung (Bernardi 

et al., 2015). Das Gehirn lernt dabei nach dem Trial-and-Error-Prinzip aus 

Fehlern und auf Grund stetiger Wiederholung der gleichen Bewegung 

(Diedrichsen et al., 2010, Hirano et al., 2015). Unterstützt werden kann das 

motorische Lernen durch belohnendes, sensorisches Feedback (Nikooyan and 

Ahmed, 2015) und transkranielle Stimulation (Kang et al., 2016). 

 

1.4 Informationsaufnahme und –verarbeitung / 
Arbeitsbelastung 

1.4.1  Die kognitive Belastung durch eine Aufgabe (Task 
Load) 

In der Lernforschung ist die Theorie des Cognitive Loads (Sweller, 1988), also 

der kognitiven Belastung, formuliert worden. Sie stellt einen Teil des Workloads, 

der Arbeitsbelastung, dar und ist eine wichtige Variable in der Beurteilung von 

Leistung bei einer Lernaufgabe. Sie ist definiert als das Verhältnis von 

Anforderungen einer Aufgabe zu den Ressourcen, die ein Mensch zur 

Verfügung hat. Jede Aufgabe erfordert eine bestimmte Mischung von 
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Eigenschaften und Fähigkeiten um sie erfolgreich zu erledigen. Der Workload 

für eine bestimmte Aufgabe nennt sich manchmal Task Load, teilweise werden 

beide Begriffe jedoch auch synonym verwandt. Man muss drei verschiedene 

Arten von Task Load unterscheiden: intrinsischen Load (beispielsweise die 

Komplexität einer Aufgabe), extrinsischen Load (dieser Load ist der 

Bewältigung der Aufgabe abträglich und wird durch eine für den Lernenden als 

sehr komplex empfundene Aufgabenstellung, wenig geeignetes Lernmaterial 

oder andere Distraktoren hervorgerufen) und lernbezogenen Load (dieser Load 

ist dem Lernen zuträglich, er misst den mentalen Aufwand, den der Lernende 

der Aufgabe widmet) (Plass et al., 2010, van Merriënboer and Sweller, 2005). 

Der extrinsische Anteil des Workload scheint ein wichtiger Störfaktor in allen 

Lernprozessen zu sein und besonders die Fähigkeit zur Problemlösung 

einzuschränken (Sweller, 1988). Andererseits ist der Workload eine wichtige 

Variable in der Beurteilung von Leistung. Er kann auf drei Arten gemessen 

werden: durch objektive Leistungsevaluation, durch subjektive Befragung oder 

mit Hilfe physiologischer Messmethoden. Unterschiedliche Workloads können 

unterschiedliche physiologische Reaktionen hervorrufen (Dimitrova and 

Dimitrov, 2003, Novak et al., 2011b, Novak et al., 2010, Schnotz and 

Kürschner, 2007). Um ein Optimum an Sensitivität, Selektivität und 

Trennschärfe zu erreichen und gleichzeitig die inhärenten Fehler dieser drei 

Methoden auszugleichen, können sie miteinander kombiniert werden. Dabei 

scheint es eine Verbindung zwischen hohem Workload und schlechter Leistung 

zu geben. Der Workload sollte also in einem optimalen Fenster zwischen Unter- 

und Überforderung gehalten werden (Schnotz and Kürschner, 2007, Bauer and 

Gharabaghi, 2015a). Aber wie trifft man diesen schmalen Grat? 

Es hat sich gezeigt, dass selbst initial schlechte Leistungen im adaptiven 

Motorlernen mit BMI durch eine Anpassung des Schwierigkeitsniveaus deutlich 

verbessert werden können (Bauer and Gharabaghi, 2015a). Ein wichtiger 

Aspekt beim Lernen scheint die Zone der proximalen Entwicklung (Zone of 

Proximal Development, ZPD) (Allal and Pelgrims Ducrey, 2000), zu sein. Diese 
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stellt einen Bereich des Stoffes dar, den der Lernende noch nicht beherrscht, 

der sich aber in seiner Reichweite befindet (Vygotsky and Cole, 1978). 

Ein BMI-Feedbacktraining, welches von den Patienten fordert in einen 

bestimmten Hirnzustand einzutauchen, ist sehr anspruchsvoll und die Gefahr 

suboptimaler Ergebnisse ist groß, wenn das Training nicht an den jeweiligen 

Menschen angepasst wird (Lotte et al., 2013). Der Patient sollte deshalb 

umfassende Unterstützung durch externe Faktoren wie Belastungskontrolle und 

Anstrengungsmessung erhalten (Hammer et al., 2012, Kubler et al., 2014, 

Lorenz et al., 2014). Der Task Load hat sich bei einem Lauftraining für 

Schlaganfallpatienten als gutes Maß für das Anforderungslevel (Koenig et al., 

2011) erwiesen. Bei einigen Schlaganfallpatienten kommt es allerdings zu 

tiefgreifenden Veränderungen in den kognitiven und neurologischen Prozessen 

und selbst basale Neurofeedback-Mechanismen funktionieren durch die große 

Heterogenität der Patienten sehr unterschiedlich gut (de Vries et al., 2011, 

Schaapsmeerders et al., 2013). Es scheint daher sinnvoll, zuerst bei gesunden 

Probanden zu eruieren, wie diese auf verschiedene Neurofeedback-Trainings 

reagieren. Ein zweiter Schritt sollte dann sein, ein Training zu entwerfen, das 

auf den einzelnen Patienten und dessen individuellen Load in der aktuellen 

Situation zugeschnitten ist. 

 

1.4.2  Der NASA Task Load Index (NASA-TLX) 

Subjektive Methoden, wie Fragebögen und Selbsteinschätzungs-Tests, haben 

sich als verlässlich und sensitiv bei der Messung des subjektiv empfundenen 

Task Loads erwiesen (Stiensmeier-Pelster and Rheinberg, 2003). Besonders 

herauszustellen ist hier der NASA-Task Load Index (NASA-TLX) (Cao et al., 

2009, Rubio et al., 2004), der unter anderem für die Evaluation der kognitiven 

Belastung während eines BMI Tasks genutzt werden kann (Felton et al., 2012). 

Physiologische Parameter, wie Hautleitfähigkeit, Lidschlagrate, Herzschlag und 

Herzratenvariabiltät können selbst über längere Zeit subtile Veränderungen im 

Workload detektieren und sichtbar machen (Cegarra and Chevalier, 2008). Die 
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Hautleitfähigkeit kann beispielsweise herangezogen werden, um eine hohe 

kognitive Belastung bei geringer körperlicher Belastung zu erkennen (Kohlisch 

and Schaefer, 1996). In Studien bewährte es sich, mehrere physiologische 

Workload Messmethoden miteinander zu kombinieren, um zwischen 

unterfordernden, angemessenen und überfordernden Aufgaben zu 

unterscheiden (Novak et al., 2011a). 

Eine andere Möglichkeit, Workload zu messen ist die Analyse des EEGs, 

beispielsweise die der ereigniskorrelierten Potenziale (ERPs) (Kok, 2001). 

 

1.5  Zielsetzung 

Die vorliegende Studie verfolgte das übergeordnete Ziel, ein Neurofeedback 

Training zu entwickeln, das langfristig in der Rehabilitation von 

Schlaganfallpatienten mit motorischen Einschränkungen der Hand eingesetzt 

werden kann. Deswegen wurden zunächst grundlegende Eigenschaften und 

Wirkungen eines Brain-Machine-Interfaces, das im EEG gemessene 

Hirnaktivität in Bewegungen einer Handorthese umsetzt, bei gesunden 

Probanden untersucht.  

In der ersten Studie wurden die kortikalen Netzwerke von Probanden mittels 

EEG untersucht, bevor sie unterschiedliche motorische Aufgaben durchführten: 

Bewegungsvorstellung (Motor Imagery, MI), tatsächliche Bewegungen (Motor 

Execution, ME) und die Benutzung eines BMI (d.h. MI mit Feedback durch die 

Handorthese). Hier sollten folgende Fragen geklärt werden: 

- Können Ruhe Netzwerke die anschließende Fähigkeit in den 

unterschiedlichen motorischen Aufgaben vorhersagen? 

- Wie unterscheiden sich die kortikalen Netzwerke von MI, ME und BMI-

Anwendung? 
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In der zweiten Studie wurde das BMI Training mit einem etablierten EMG-

basierten Neurofeedback Training verglichen, um die jeweilige kognitive 

Belastung zu ermitteln. Im Einzelnen wurden folgende Fragen untersucht: 

- Unterscheiden sich diese Trainingsmethoden im Hinblick auf die 

jeweilige kognitive Belastung (Workload)? 

- Kann die kognitive Belastung anhand kortikaler Netzwerke im EEG 

bestimmt werden? 

In der dritten Studie erfolgte schließlich eine Schwierigkeits-Adaptation auf der 

Basis der kognitiven Belastung der Teilnehmer. Hierbei sollte untersucht 

werden: 

- Wie ist der Zusammenhang zwischen der kognitiven Belastung der 

Teilnehmer und dem Schwierigkeitsgrad des BMI? 

- Wie beeinflusst die Schwierigkeitsanpassung die Leistung und die 

kognitive Belastung? 
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2. Material und Methoden 

2.1 Studienaufbau 

Die ersten beiden Fragen wurden  in der Motor Imagery / Motor Execution 

Studie (Bauer et al., 2015) adressiert. Im Einzelnen wollten wir zeigen, dass 

sowohl Motor Imagery als auch Motor Execution nötig sind, um ein BMI zu 

steuern. Deshalb testeten wir beide Komponenten unabhängig voneinander: 

Motor Imagery mit Hilfe eines Fragebogens zum kinästhetischen und visuellen 

Vorstellungsvermögen (Kinesthetic and Visual Imagery Questionnaire KVIQ) 

(Malouin et al., 2007) und Motor Execution im Rahmen von zwei motorischen 

Aufgaben: die erste Aufgabe fand an einem Amadeo Handroboter statt und 

testete die visuomotorische Integration (VMI), die zweite Aufgabe maß die 

tonische Kontraktion (muscle output control, MOC) mit einem EMG. Um eine 

Benachteiligung durch Ermüdungseffekte auszuschließen, wurden die beiden 

Aufgaben in einem cross-over Design aneinandergereiht. Zusätzlich durchliefen 

alle Probanden eine BMI Aufgabe, wie in Grafik 1 dargestellt: 

 

 

Grafik 1: genereller Versuchsaufbau 

Motor Imagery / Motor Execution 

Studie. Motor Imagery lila: KVIQ 

(Kinesthetic and Visual Imagery 

Questionnaire), Motor Execution blau: 

VMI (visuomotorische Integration) und 

MOC Task (muscle output control), BMI 

(Brain Machine Interface) grün 

dargestellt. 
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In der Workload Studie (Fels et al., 2015) adressierten wir die dritte und vierte 

Frage. In dieser Studie durchliefen gesunde Probanden ein Training bestehend 

aus den beiden Rehabilitationsansätzen, die sich in den letzten Jahren als am 

vielversprechendsten erwiesen haben: BMI Training und EMG Feedback. Alle 

Probanden wurden zu Beginn des Trainings an ein 31-Kanal-EEG 

angeschlossen. Auf eine 5-minütige Phase der Ruhe mit Resting State EEG 

(geschlossene Augen) folgten in zufälliger Reihenfolge entweder ein EMG-

Feedback Training oder ein SMR-Feedback, eingebettet in einen BMI Aufbau. 

Gleichzeitig war es unser Ziel, an Probanden zu simulieren, welche Rolle 

Einschränkungen in der Rehabilitation von Schlaganfallüberlebenden spielen 

und ob diese eher an die Person gebunden sind (zum Beispiel Motivation), oder 

von der Aufgabe ausgehen (Komplexität der Aufgabenstellung). Um also 

taskgebundene von probandeneigenen Störfaktoren beim Lernen von Aufgaben 

zu unterscheiden, erfragten wir nach jeder Aufgabe den Task Load mit Hilfe des 

NASA-TLX (Hart, 2006). Danach erledigten die Probanden die jeweils andere 

Aufgabe, ebenfalls gefolgt von einem NASA-TLX (siehe Grafik 2):  

 

 

 

 

Grafik 2: genereller Versuchsaufbau der 

Workload Studie, Elektromyographie (EMG) 

Task hellblau dargestellt, Brain Machine 

Interface (BMI) Task grün dargestellt. 
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Die Adaptations-Studie (Bauer et al., 2016a) adressierte die Fragen 5 und 6 

und ist in Grafik 3 dargestellt. Sie bestand aus zwei Blöcken von 

kinästhetischem Motor Imagery Training am Amadeo Handroboter in einem BMI 

Aufbau, dem adaptiven Block mit angepasster Schwierigkeit und dem random 

Block mit zufälliger Schwierigkeit. In beiden Blöcken wurden die Probanden 

nach jedem Durchgang gebeten, auf einer Skala von -5 bis +5 anzugeben, ob 

die Aufgabe zu leicht, gerade richtig oder zu schwierig war. Im adaptiven Block 

wurde daraufhin die Schwierigkeit nach dem Urteil der Probanden angepasst, 

im random Block wurde eine zufällige Schwierigkeitsstufe gewählt. Die 

Probanden wussten nicht, in welchem Block sie sich gerade befanden. 

 

 

 

Grafik 3: genereller Versuchsaufbau der 

Adaptations-Studie. Zwei Brain Machine 

Interface (BMI) Tasks, der adaptive Block in 

hellgrün, der random Block in dunkelgrün 

dargestellt. 

 

 

 

2.2 Probanden 

Für die Motor Imagery-Studie rekrutierten wir 20 dominant rechtshändige (≥ 75 

im Edinburgh Handedness Inventory (Oldfield, 1971) zur Evaluation der 

Händigkeit) gesunde Probanden (11 weiblich, 9 männlich) im Alter von 20 bis 

58 Jahren (mittleres Alter 28,5 Jahre, SD 10,5) ohne Hinweise auf Drogen- oder 

Alkoholkonsum (DUDIT (Berman et al., 2005), AUDIT (Babor T, 2001)). 
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An der Workload-Studie nahmen 21 rechtshändige (≥ 75 im Edinburgh 

Handedness Inventory) gesunde Probanden (13 weiblich, 8 männlich) im Alter 

zwischen 20 und 58 Jahren mit einem mittleren Alter von 28,5 Jahren (SD 10,3) 

teil. 

Für die Adaptations-Studie rekrutierten wir ebenfalls 21 gesunde, rechtshändige 

Probanden (13 weiblich, 8 männlich), mit einem mittleren Alter von 27 Jahren 

(SD 7,5 Jahre).  

Alle drei Studien wurden von der Ethikkommission der Universität Tübingen 

genehmigt und alle Probanden unterschrieben nach einer eingehenden 

Erläuterung vor der Teilnahme eine Einverständniserklärung zur jeweiligen 

Studie. 

 

2.3 Geräte, Programme und Statistik  

2.3.1 Elektroenzephalographie 

Wir nutzten ein 31-Kanal-EEG mit Ag / AgCl Ableitungen über FP1, FP2, F3, 

Fz, F4, FC5, FC3, FC1, FCz, FC2, FC4, FC6, C5, C3, C1, Cz, C2, C4, C6, 

CP5, CP3, CP1, CPz, CP2, CP4, CP6, P3, Pz, P4, O1 und O2, auf TP10 über 

dem rechten Mastoid referenziert für die ersten beiden Studien. Die Erdung 

erfolgte zu AFz, wie in Grafik 4 zu sehen ist: 

 

Grafik 4: EEG-Aufbau für die Motor 

Execution / Motor Imagery Studie 

und die Workload Studie, 

Ableitungen blau dargestellt, 

Referenzierung grün dargestellt.  
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In der Adaptations-Studie nutzten wir 30 Ag / AgCl Ableitungen über FP1, FP2, 

F3, Fz, F4, FC5, FC3, FC1, FC2, FC4, FC6, C5, C3, C1, Cz, C2, C4, C6, CP5, 

CP3, CP1, CPz, CP2, CP4, CP6, P3, Pz, P4, O1 und O2, auf FCz referenziert, 

dargestellt in Grafik 5: 

 

 

Grafik 5: EEG-Aufbau für die 

Adaptations-Studie, 

Ableitungen blau dargestellt, 

Referenzierung grün 

dargestellt.  

 

 

Wir nutzten für die Messungen Brain Products (Brain Products GmbH, Gilching, 

Deutschland) Verstärker bei einer Aufnahmerate von 1000 Hz und DC Korrektur 

mit einer Zeitkonstanten von 10 Sekunden. Alle Daten wurden zur weiteren 

Verarbeitung und Speicherung online zum BCI2000 (Schalk et al., 2004), einem 

System zur simultanen Bearbeitung der verschiedenen Daten eines BMIs, 

geschickt. Die Analyse mit Fieldtrip Toolbox (Oostenveld et al., 2011) erfolgte 

dann offline mit selbst geschriebenen oder adaptierten Skripts für MatLab. Ein 

Versuchsaufbau ist schematisch in Grafik 6 dargestellt. 
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Grafik 6: Darstellung eines Probanden während des BMI Tasks, in den Amadeo Handroboter 

eingespannt. 

 

Wir nutzten in unseren ersten Studien zwei Arten von EEG: das EEG während 

einer Aufgabe, und das Resting State EEG. In der adaptiven Studie nutzten wir 

nur das EEG während der Aufgabe. 

 

2.3.2 Ruhe (Resting State) EEG 

Zu Beginn unserer Untersuchungen wurde ein 5-minütiges Resting State EEG 

aufgezeichnet. Die Probanden wurden dafür gebeten, in bequemer Position im 

Stuhl zu sitzen und die Augen zu schließen. 

Die Stärke im α-Bereich über den sensorimotorischen Arealen während des 

Resting State EEGs hat sich als guter Prädiktor für das Funktionieren eines BMI 

erwiesen (Lopez-Larraz et al., 2012), sodass wir sowohl die korrekte 

Anwendung von BMI durch die Probanden als auch die Stärke der 

Sensorimotor Rhythmen nachweisen wollten. 
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Für die Studie zum Motor Imagery wandten wir verschiedene Filter auf das 

Resting State EEG an (Epochen, also EEG-Abschnitte gleicher Dauer, von 

4 Sekunden, lowpass Filter von 45 Hz, zero-phase lag FIR Filter erster 

Ordnung, spatial Laplacian Filter (Oostenveld et al., 2011)). Das Signal wurde 

geschnitten und Epochen mit Artefakten verworfen. Die Stärke der Signale über 

C3 und C4 wurde dann für den Bereich von 1-35 Hz in den übrigen Epochen 

mit der Welsh-Methode geschätzt. Wir trennten das Hintergrundrauschen von 

den zwei Peaks über C3 und C4 mit einem 9-Parameter Model (Blankertz et al., 

2010). Die maximale Geräusch-Elevation über dem Hintergrundlevel an beiden 

Elektroden hat sich als guter Prädiktor für BMI erwiesen (Blankertz et al., 2010), 

sodass wir sie als Goldstandard Prädiktor (GSP) verwendeten. 

Darauf aufbauend reduzierten wir die EEG-Aufzeichnungen und wandten zur 

Einschätzung der Stärke der sensomotorischen Rhythmen auf den Bereich von 

6-16 Hz wieder einen zero-phase lag FIR Filter erster Ordnung an. Artefakte 

wurden sowohl individuell von Hand als auch automatisch eliminiert (Hyvarinen, 

1999). 

Für die Workload-Studie schnitten wir das Datenmaterial in sich nicht 

überschneidende Epochen von 2 Sekunden und eliminierten alle Epochen mit 

Artefakten. Um das Signal weiter zu filtern und zu schärfen nutzten wir einen 

spline interpolation spatial Laplacian Filter (Oostenveld et al., 2011). Dann 

errechneten wir für dieses von Artefakten befreite Signal den 

Phasenverlaufsindex (Phase Slope Index, PSI). 

Der PSI kann die Richtung von Informationsströmen zwischen zwei Signalen 

anzeigen, unter anderem also Informationen darüber liefern, ob ein Signal 

Sender oder Empfänger ist, und zeitliche Zusammenhänge aufdecken (Nolte et 

al., 2008, Haufe et al., 2013). Er hat sich als widerstandsfähig gegenüber 

Verfälschung wirklich interagierender zusammenhängender Systeme durch 

Störsignale und Rauschen erwiesen (Nolte et al., 2010). Der PSI erleichtert die 

Evaluation der non-linearen Interaktion zweier Signale von unabhängigen 

Quellen. Eine Erhöhung der Phasenverschiebung bei steigenden Frequenzen 
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zwischen zwei Signalen erlaubt es uns, die systematische Phasenverschiebung 

von zwei Signalen zu ermitteln. Dies führt zu einem positiven Phase Slope. 

Wir haben die bei Nolte et. al. (Nolte et al., 2010) beschriebene Methode etwas 

abgewandelt, um nicht nur einen Durchschnitt über die Epochen zu erreichen, 

sondern auch zu erfahren, ob ein Kanal Sender (positiv) oder Empfänger 

(negativ) ist (Bauer et al., 2015). Wir unterteilten das Signal in Epochen und 

errechneten die Stabilität und Richtung von Verbindungen zwischen den 

Kanälen. Dabei hat sich gezeigt, dass die Lateralisation von centro-parietalen 

Verbindungen im α-Bereich während eines BMI Tasks zunimmt (Vukelic et al., 

2014). 

 

2.3.3 Aufgabenbezogenes EEG 

Das sogenannte task-related EEG während einer Aufgabe wurde für die erste 

Studie reduziert und in 2-sekündige Epochen geschnitten. Diese wurden dann 

gefiltert (two-pass Butterworth low-pass filter, Ordnungszahl 4, <48 Hz). Alle 

Epochen, die Artefakte aufwiesen, wurden verworfen. Einige Kanäle konnten 

mit spherical spline interpolation repariert werden. Um die Frequenzstärke von 

1-40 Hz zu evaluieren nutzten wir multitaper frequency transformation und 

discrete spheroidal sequences mit einer Frequenzglättung von 2 Hz. 

Für die adaptive Studie nutzten wir ein autoregressives Modell mit einer 

Ordnungszahl von 32 und einer Fensterspanne von 500 ms. Die β-Stärke 

wurde alle 40 ms reevaluiert (Gharabaghi et al., 2014b, Gharabaghi et al., 

2014c, Gharabaghi et al., 2014d). Das EEG-Signal wurde auf 500 Hz 

heruntergetaktet, die Auflösung also reduziert und das Signal zugeschnitten. 

Wir errechneten den Phase Slope Index ψ jeder Epoche für die α-, β- und θ-

Bereiche (Nolte et al., 2008). Die Höhe von ψ ist unabhängig von der 

Signalstärke und damit ein gutes Maß für die Stärke der Verbindung zwischen 

zwei Elektroden. Desgleichen errechneten wir die Stärke im α-, β- und θ-

Bereich über alle Durchgänge und Epochen für jeden Probanden. 
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Eine genauere Beschreibung der Berechnung des aufgabenbezogenen EEGs 

folgt im Rahmen des BMI. 

 

2.3.4 BMI / BRI (Brain Robot Interface) 

Ein linearer Klassifikator (Aloise et al., 2012) kann diese mit dem EEG 

aufgenommenen Hirnwellen in einen Bewegungsbefehl an eine Maschine 

umwandeln (van Gerven et al., 2009, Bai et al., 2008), der einfachsten Form 

eines BMI (Wolpaw et al., 2002, Birbaumer and Cohen, 2007). 

Wir konzentrierten uns mit unserem Klassifikator auf das β-Spektrum, da 

Ereignis-bezogene spektrale Turbulenzen in diesem Bereich einen Hinweis auf 

das Ausmaß der funktionellen Einschränkungen (Rossiter et al., 2014) im Sinne 

von herabgesetzter kortikospinaler Aktivität (Takemi et al., 2013) liefern können. 

Der Vorteil des von uns genutzten restorativen BMI Aufbaus (Faller et al., 2014, 

Kaiser et al., 2011) bei gesunden Probanden als Modell für Patienten mit 

Schlaganfall besteht in der besseren Förderung von Plastizität im Gehirn durch 

Benutzung und Bewegung der gelähmten Extremität im Rahmen spezieller 

Muster von Aktivität im Gehirn (Bauer and Gharabaghi, 2015b, Daly and 

Wolpaw, 2008). Bei dem assistiven, unterstützenden BMI dagegen steuern 

Patienten nur eine externe Maschinerie, ohne dass die eigentlich damit 

verbundene Bewegung der Extremität ausgeführt wird. 

In unserem Fall bestand die Computer- / Maschine-Hälfte aus einem Amadeo 

Handroboter, in den die linke Hand der Probanden eingespannt war, Hirnwellen 

wurden über ein EEG aufgenommen. Dabei reagierte der Computer speziell auf 

die Sensorimotor Rhythmen, welche Motor Imagery ausführende Probanden 

unbewusst aussenden. 
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2.3.5 EMG mit Amadeo Handroboter 

Wir nutzten in unseren Versuchen nur Oberflächenelektroden, um die 

Muskelpotenziale aufzunehmen. Dabei wird eine Elektrode auf die Haut über 

dem zu untersuchenden Muskel aufgeklebt. 

Wir untersuchten in unserer Studie die motorische Aktivität in folgenden 

Muskeln: Abductor pollicis brevis, Flexor pollicis brevis, Flexor digitorum 

superficialis und Extensor digitorum communis des linken Armes, bzw. der 

linken Hand bei einer Aufnahmerate von 1000 Hz. Wir klebten jeweils Paare 

von Elektroden: eine über dem Muskel selbst und eine über den Knochen als 

Referenz. Anschließend wurden die Probanden an den Amadeo Handroboter 

von Tyromotion angeschlossen (Tyromotion GmbH, Graz, Österreich). 

 

2.3.6 Bewertung des Schwierigkeitsgrades 

Wir errechneten Pearsons Korrelationskoeffizient, um den Zusammenhang 

zwischen Bewertung des Schwierigkeitsgrades und der Schwelle für das BMI 

aufzudecken. Dabei konzentrierten wir uns auf den random Block, da die 

Schwellen im adaptiven Block sehr viel weiter auseinander lagen. Wir 

verglichen die Schwellenprogression beider Blöcke mit den Probanden als 

zufälligem Faktor mit einer Varianzanalyse. Des Weiteren verglichen wir die 

Bewertungen des Schwierigkeitsgrades beider Blöcke mit der Schwelle als 

festem Faktor. Da die Schwellen im random Block nur einen eingeschränkten 

Umfang hatten, konnten die beiden Blöcke nicht direkt miteinander verglichen 

werden. Wir führten deshalb eine Bootstrap Simulation durch, um sicher zu 

gehen, dass die gemessenen Effekte valide waren und nicht durch unser Set-

up zustande kamen. Dabei versuchten wir mit einem linearen Modell 

vorherzusagen, welche Bewertung des Schwierigkeitsgrades Probanden im 

random Block bei einer bestimmten Schwellensetzung vornehmen würden. Dies 

übertrugen wir auf den adaptiven Block. Zusammen mit der Simulation hatten 

wir folglich drei Blöcke, die wir miteinander vergleichen konnten: random, 

adaptiv und simuliert. 
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2.3.7 Analyse der Leistung und allgemeine Statistik 

Um die Leistung unserer Probanden in der adaptiven Studie zu messen, 

nutzten wir die Klassifikationsgenauigkeit (Thomas et al., 2013, Thompson et 

al., 2013) als Maßstab. Wir ermittelten die mittlere Klassifikationsgenauigkeit 

pro Proband mit Hilfe der Richtig- und Falsch-Positiven für jede Epoche und 

teilten diese durch die maximalen Positiven in dem Zeitabschnitt, um die 

Richtig-Positiv- (TPR) und Falsch-Positiv-Rate (FPR), sowie den positiven 

prädiktiven Wert (PPV) (Altman and Bland, 1994) zu errechnen. Um eine 

Normalverteilung aller Befunde zu garantieren, nutzten wir einen Kolmogorow-

Smirnow-Test für alle Verhaltenstests (KIS, VIS, VMI, MOC), für Resting State 

Prädiktoren (Ψ, Ψnet und GSP) und für die Fähigkeit zur Kontrolle eines BMI. Wir 

teilten die Probanden mit Hilfe des MatLab-eigenen Algorithmus je nach 

Workload Profilen in zwei Gruppen oder Cluster ein. 

Zusätzliche statistische Parameter sind in der Publikation der Adaptationsstudie 

Bauer et al, 2016 (Bauer et al., 2016a) genannt. 

 

2.4  Fragebögen 

2.4.1 AUDIT / DUDIT (Alkohol-/Drogenkonsum 
Identifikationstest) 

Zum Ausschluss von Alkohol- oder Drogenproblemen führten wir mit allen 

Probanden einen AUDIT (Babor T, 2001) (Alcohol Use Disorder Indentification 

Tool) und DUDIT (Berman et al., 2005) (Drug Use Disorder Indentification Tool) 

wie in Grafik 7 dargestellt durch. 

 

2.4.2 Edinburgh Handedness Inventory 

Alle Patienten machten zu Beginn ein Edinburgh Handedness Inventory (EHI), 

in dem der Grad der Händigkeit bei Patienten abgefragt werden kann. All 
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unsere in die Studie eingeschlossenen Probanden zeigten Werte über 70% und 

waren damit dominant rechtshändig. Das Formular ist in Grafik 8 dargestellt. 

 

2.4.3 Kinesthetic and Visual Imagery Questionnaire (KVIQ) 

Um Motor Imagery zu evaluieren haben sich zwei Fragebögen als besonders 

geeignet erwiesen, der Vividness of Movement Imagery Questionnaire (VMIQ) 

(Isaac et al., 1986) und der Kinesthetic and Visual Imagery Questionnaire 

(KVIQ) (Malouin et al., 2007). Der VMIQ beruht eher auf großen Bewegungen 

des ganzen Körpers. Da die Probanden jedoch in unseren Trainings eher feine 

Bewegungen der individuellen Extremitäten durchführen mussten, entschieden 

wir uns für den KVIQ. Klassischerweise werden Probanden angewiesen, sich 

Bewegungen von Armen, Beinen und Nacken der dominanten und non-

dominanten Seite vorzustellen (Malouin and Richards, 2010). Wir verkürzten 

den Test auf die neun Fragen zur oberen Extremität und Achse, da wir uns in 

unserem Training auf die linke obere Extremität beschränkten. Jede der neun 

Bewegungsanweisungen wurde vom Untersucher vorgelesen und demonstriert. 

Der Proband führte dann die Bewegung einmal aus und stellte sich einmal vor, 

sie auszuführen. In dem folgenden Fragebogen gaben die Probanden an, wie 

gut sie sich das Gefühl vorstellen können, die Bewegung auszuführen 

(kinästhetische Vorstellungskraft) und wie gut sie sich vorstellen können, wie es 

für einen anderen aussieht, wenn sie die Bewegung ausführen (visuelle 

Vorstellungskraft). Die Skala reicht von 1 (keine Vorstellung vom Gefühl / keine 

Vorstellung vom Aussehen) bis 10 (Gefühl so stark wie Ausführen / Bild so 

deutlich wie Sehen). Wir sammelten also Daten über die kinästhetische (KIS) 

und visuelle (VIS) Imagery für die linke obere Extremität, wie in Grafik 9 zu 

sehen. 
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2.4.4  NASA-TLX 

Nach jedem Task hatten die Probanden die Möglichkeit, den Einfluss der sechs 

im NASA-TLX (Cao et al., 2009) festgehaltenen Komponenten auf den Task zu 

bewerten. Diese wurden aus der amerikanischen Originalversion 

folgendermaßen für die deutschen Probanden übersetzt: Konzentration, Kraft, 

Zeit, Erfolg, Gutes Gefühl und Anstrengung. Jeder Begriff wurde mit einem 

Piktogramm, wie in Grafik 10 gezeigt, gepaart. Dann wurden die Begriffe in 

15 Paaren einander auf dem Computerbildschirm mit der Aufgabe 

gegenübergestellt, jeweils die Komponente zu wählen, die für den soeben 

erfüllten Task als wichtiger eingestuft wurde. 

Ursprüngliche 

Bezeichnung 
Piktogramm Deutsche Übersetzung 

Mental Demand 

 

Konzentration 

Physical Demand 

 

Kraft 

Temporal Demand 

 

Zeit 

Performance 

 

Erfolg 

Frustration 

 

Gutes Gefühl 

Effort 

 

Anstrengung 

 

Grafik 10: Darstellung der 6 Aspekte des NASA Task Load Index (NASA-TLX) mit Piktogramm 

und deutscher Übersetzung. 
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2.5 Trainingsmethoden 

2.5.1 SMR-Feedback mit BMI 

Die Probanden wurden zu Anfang des SMR-Feedback Trainings mit der linken 

Hand in den Amadeo Handroboter eingespannt, und eine individuell 

angenehme Handposition mit locker gebeugten Fingern als Ausgangsposition 

eingestellt. Jeder Finger der Hand ruhte auf einem separat beweglichen 

Schlitten. Der Motor Task mit BMI bestand aus 3 gleichen Durchgängen, jeweils 

etwa 5 Minuten lang und erneut unterteilt in 20 Einzelübungen nach dem 

folgenden Schema: 2 Sekunden Vorbereitungsphase, 6 Sekunden 

Öffnungsphase der linken Hand und 6 Sekunden Entspannungsphase. 

In der Vorbereitungsphase sollten die Probanden sich auf das Stichwort (Walter 

et al., 2012) „Linke Hand“ hin vorbereiten. Die Öffnungsphase wurde mit den 

Worten „Los“ angekündigt. Nun sollten sich die Probanden vorstellen, sie 

würden die Hand öffnen. Sobald der lineare Klassifikator in der Motor Imagery 

Phase die mit überschwelligen Desynchronisationen bei Motor Imagery 

assoziierten kortikalen Oszillationen im β-Bereich (Vukelic et al., 2014) 

bemerkte, wurde der Amadeo Handroboter aktiv und extendierte passiv die 

Finger der linken Hand als propriozeptives Feedback über die Leistung der 

Probanden. Ein Abbrechen der Desynchronisation führte zu einem Anhalten 

des Roboters. Die drei Durchgänge unterschieden sich in der zu erreichenden 

Schwelle zunehmender Schwierigkeit, zuerst von 0, dann auf 0,9 und 

schließlich auf 1,4. 

Die Entspannungsphase wurde auditorisch mit dem Wort „Entspannen“ 

angekündigt. Der Handroboter glitt anschließend wieder in seine 

Ausgangsposition zurück. Der lineare Klassifikator teilte die Epochen je nach 

ereigniskorrelierter Desynchronisierung oder Ruhephase in Ruhe und Motor 

Imagery Phasen auf. Für die Motor Imagery-Studie wurden die β-Frequenzen 

(16-22 Hz) alle 40 ms über den rechtsseitigen Sensorimotorarealen C4, FC4 

und CP4 (kontralateral zur linken Hand) (Gharabaghi et al., 2014a, Vukelic et 

al., 2014, Vukelic and Gharabaghi, 2015b) basierend auf den jeweils letzten 
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500 ms (McFarland and Wolpaw, 2008) analysiert. Wir nutzten für unsere 

Vorhersagen ein autoregressives Modell mit Model Order 32 basierend auf dem 

Burg Algorithmus. 

Als Indikator für die Motor Imagery Performance in der Workload-Studie zogen 

wir ebenfalls die Zeit der überschwelligen willentlichen Desynchronisation in der 

Motor Imagery Phase heran, die als Hinweis auf eine hohe 

Klassifikationspräzision dient. Wir wählten eine etwas engere Frequenzspanne 

von 17-21 Hz und errechneten wieder alle 40 ms die mittlere Stärke über FC4, 

C4 und CP4 mit einem autoregressiven Modell ähnlich dem Burg Algorithmus, 

jedoch mit einer Modellordnung von 16. Alle Kanäle wurden gleich gewichtet 

und das sensorimotorische Gewicht über die 40 ms kumuliert, was der 

Rationale hinter der Rehabilitation, mit BMI die ereignis-korrelierten 

Desynchronisationen im β-Bereich (β-ERDs) zu fördern, entgegenkommt 

(Bauer and Gharabaghi, 2015b). 

Die genauen Methoden für die Motor Imagery und Motor Execution-Studie 

Bauer et al, 2015 (Bauer et al., 2015), sowie für die Workload-Studie Fels et al, 

2015 (Fels et al., 2015) können den beiden Publikationen entnommen werden. 

 

2.5.2 BMI mit Adaptation der Schwelle 

Es hat sich gezeigt, dass bestärkendes Lernen (reinforcement learning) ein 

neuroprothetisches Trainingsmodell unterstützen (Mahmoudi et al., 2013) und 

der Lerneffekt durch Adaptation der Schwierigkeit verbessert werden kann 

(Bauer and Gharabaghi, 2015b). In dem Adaptationstask wurde deshalb mit 

Hilfe der Anpassung der Schwelle für Erkennung von Motor Imagery der 

Schwierigkeitsgrad der Aufgabe variiert. 

Der Aufbau des BMIs mit einem Amadeo Handroboter, welcher bei ERDs im β-

Bereich des EEGs als Zeichen für Motor Imagery mit einer Öffnung der 

eingespannten linken Hand reagiert, war der gleiche wie oben beschrieben. Es 

gab bei diesem Task erneut zwei Gruppen, die jeweils zwei Blöcke von Training 
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durchführten. Die erste Gruppe erledigte einen BMI Task mit 9 Durchgängen 

von jeweils 15 Einzelübungen, also 135 insgesamt. Nach jedem Durchgang 

wurden die Probanden gefragt wie schwierig sie den Task erlebt hatten. Dafür 

wurde eine Skala von -5 „viel zu schwierig“ bis +5 „viel zu einfach“ verwendet. 

Auf der Basis dieser Einschätzung wurde die Schwelle des BMIs angepasst. 

Wir begannen den ersten Durchgang mit einer Schwelle von +0,6. Bewertete 

der Proband den Durchgang mit einem negativen Wert auf der Skala als zu 

schwierig, setzten wir die Schwelle um 0,2 herunter, bewertete er ihn mit einem 

positiven Wert auf der Skala, also als zu einfach, setzten wir den Wert um 0,2 

hoch. Bewertete der Proband den Durchgang als optimal mit einer 0 auf der 

Skala, veränderten wir den Schwellenwert nicht. Für diese Gruppe folgte 

daraufhin der random Block. Die Probanden wussten nicht in welcher Gruppe 

sie sich befinden. Erneut erledigten sie einen Task und wieder mussten sie 

daraufhin auf der Skala von -5 bis +5 bewerten, wie schwierig sie den Task 

fanden. Diesmal jedoch wurde ohne ihr Wissen die nächste Schwelle nicht auf 

Grund ihrer Bewertung gewählt, sondern nach einem vorher festgelegten Plan 

an zufällig zugewiesenen Werten zwischen -0,2 und +1,4 (-0,2, 0, 0,2, 0,4, 0,6, 

0,8, 1,0, 1,2 oder 1,4). 

Die zweite Gruppe erledigte erst den random Task und dann den adaptiven 

Task. 

Wir verrechneten die Signalstärken der aktiven Phasen so mit dem EEG in 

Ruhephasen, dass positive Schwellen eine stärkere Desynchronisation 

erforderten (Bauer et al., 2016a). Des Weiteren stellten wir eine Funktion D(x) 

für jeden Vektor x auf, um eine Gruppenzugehörigkeit (Theodoridis and 

Koutroumbas, 2009a) zu ermitteln. Damit konnte der Untersucher die Spezifität, 

Sensitivität und Genauigkeit in dem geringen Verarbeitungsumfang des 

Klassifikators beeinflussen (Theodoridis and Koutroumbas, 2009b). Die 

Schwelle wurde für jeweils einen Durchgang von 15 Einzelübungen definiert. 

Wie schon in den beiden anderen Studien wurde in der Adaptations-Studie die 

Neuromodulation des Probanden alle 40 ms mit der Schwelle abgeglichen und 
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als genügend bewertet, wenn mindestens in den letzten 5 Epochen, 

entsprechend 200 ms, die Schwelle erreicht oder überschritten wurde. Nur dann 

bewegte sich die Hand des Amadeo Handroboters. Sollte in der Ruhephase die 

Schwelle erreicht oder überschritten werden, wurde dies als falsch positiv 

gewertet und verworfen. 

 

2.5.3 Handroboter für Visuomotor Integration 

Bei der Aufgabe zur Auge-Hand-Koordination sahen Probanden einen 

horizontalen Balken auf einem Computerbildschirm. Der Balken bewegte sich 

mit einer regelmäßigen Geschwindigkeit von oben nach unten (sinusoidaler 

Rhythmus mit 0,1 Hz). Gleichzeitig erschien auf dem Bildschirm ein Ball von ca. 

3 cm Durchmesser, den die Probanden mit Hilfe des Handroboters steuern 

konnten: eine Anspannung des Muskels führte zu einer Hebung des Balls auf 

dem Bildschirm, eine Entspannung des Muskels führte dazu, dass der Ball nach 

unten sank. Ziel der Aufgabe war es nun, den Ball immer durch langsame, 

kontrollierte Anspannung und Entspannung der Muskeln auf dem sich 

bewegenden Balken zu halten. Wir errechneten Pearsons 

Korrelationskoeffizienten zwischen der Bewegung des Balkens und der Position 

des Balls, um damit bei den Probanden die Fähigkeit zu visuomotorischer 

Integration (VMI) zu messen. 

 

2.5.4 EMG-Feedback für tonische Kontraktion 

Bei der Aufgabe zur Muskelkontrolle erschien wieder ein Ball auf dem 

Bildschirm. Die Probanden konnten auch diesen durch Anspannung eines 

Muskels heben und durch Entspannung des Muskels sinken lassen. Statt eines 

Balkens erschien diesmal ein weißes Rechteck mittig auf dem Bildschirm. Ziel 

war es, den Ball durch die richtige Stärke der Anspannung innerhalb dieses 

Rechteckes zu halten. Je höher der Kasten angezeigt wurde, desto mehr 

Anspannung war nötig. Im Gegensatz zu der eher variablen, feinen Motorik der 
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Aufgabe zuvor musste hier eine konstante, tonische Kontraktion gezeigt 

werden. Sobald der Ball auf Höhe des Kastens gehalten wurde, änderte er 

seine Farbe von rot zu grün. Entfernte er sich von dem Niveau des Kastens, 

wurde er wieder rot. Diese Aufgabe beinhaltete 4 Schwierigkeitsstufen: auf der 

ersten Stufe mussten die Probanden nur einen Muskel anspannen und sahen 

auch nur einen Korb auf dem Bildschirm. Sie hatten 10 Sekunden Zeit, den Ball 

im Kasten zu halten, es folgten 5 Sekunden Pause. Dann rutschte der Kasten 

auf eine andere Höhe, sodass ein anderes Ausmaß von Anspannung nötig war. 

Nach 6 Durchgängen folgte die nächste, schwierigere Stufe: es erschienen 

2 Bälle und auch 2 Kästen auf dem Bildschirm, welcher jetzt in der Mitte vertikal 

geteilt war, wie in Grafik 11 gezeigt:  

  

Grafik 11: Beispiele für die Darstellung des EMG-Feedbacks für tonische Kontraktion auf dem 

Bildschirm bei A einem, B zwei oder C vier Muskeln. 

 

Jeder Ball konnte nur mit einem Muskel gesteuert werden, das heißt der Ball für 

den Abductor pollicis brevis reagierte nicht auf die Anspannung des Flexor 

C 

B A 
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digitorum communis und umgekehrt. Wieder hatten die Probanden in 

6 Durchgängen jeweils 10 Sekunden Zeit, die beiden Bälle auf den Niveaus der 

beiden Körbe zu halten. Da die beiden Niveaus sehr unterschiedlich sein 

konnten, war dieses Level eine große Herausforderung. Zum Schluss folgte die 

höchste Stufe mit vier Kästen und vier Bällen gleichzeitig. Zu Beginn der 

Aufgabe wurde der gesamte Umfang der Muskelkraft des Probanden in diesen 

vier Muskeln evaluiert, indem der Proband gebeten wurde, fest die Faust zu 

schließen und die Hand dann zu entspannen. Der weiße Kasten war mit einer 

5%-Toleranzspanne dieser individuellen Kraft berechnet. Die Kraft der 

4 Muskeln wurde alle 40ms als die Zahl der Nulldurchgänge in den letzten 

500 ms nach Airaksinen et al berechnet (Airaksinen et al., 2001, Inbar et al., 

1986). Die durchschnittliche Zeit, während der die Muskelanspannung auf dem 

gewünschten Niveau blieb, wurde als Indikator für die tonische Muskelkontrolle 

(muscle output control, MOC) gewertet. 
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3. Ergebnisse 

3.1 Motor Imagery und Motor Execution im Resting 
State EEG 

Die erste Studie kam zu folgenden Ergebnissen:  

- Ruhe EEG-Netzwerke können die anschließende Fähigkeit der Probanden zu 

MI, ME und BMI-Anwendung vorhersagen. 

- Die Netzwerke für MI und ME überlappen sich zum Teil, zeigen jedoch auch 

relevante Unterschiede. Die BMI-Anwendung kann die Netzwerke und 

Fähigkeiten von MI und ME überbrücken. 

Diese Ergebnisse sind in folgende Publikation eingeflossen: 

Bauer R, Fels M, Vukelić M, Ziemann U, Gharabaghi A. Bridging the gap 

between motor imagery and motor execution with a brain-robot interface. 

Neuroimage. 2015 Mar;108:319-27. 

Im Einzelnen wurden folgende Befunde erhoben: In Resting State Phasen 

zeigten sich ganz spezifische kortikale Transmissions- und Empfangsmuster. 

Insgesamt korrelierte die Netzwerkaktivität beider Hemisphären (siehe Grafik 12 

A) (Bauer et al., 2015) signifikant. 

 



36 
 

 

Grafik 12: A EEG-Aktivität im Resting State. B Pearsons Korrelation zwischen dem Netzwerk 

der ersten latenten Fähigkeit und der Fähigkeit zu Motor Imagery bzw. C Motor Execution. D 

Beziehung von Resting State Netzwerk und Leistung in den 5 Tasks: VIS = Visual Imagery 

Score, KIS = Kinesthetic Imagery Score, BRI = Brain-Robot-Interface, VMI = Visuomotorische 

Integration, MOC = Muscle Output Control. Rote Farbe zeigt positive Werte, blaue Farbe zeigt 

negative Werte. Grafik modifiziert nach Bauer, et al. (Bauer et al., 2015). 

 

Schon die visuelle Analyse der Korrelationsmatrix zeigte zwei Cluster als 

Hinweise für zwei latente Fähigkeiten (Bauer et al., 2015). Dies bestätigte sich 

im Screeplot von Kaisers Eigenvalue und Horns Parallelanalyse (Bauer et al., 

2015). 

Im KVIQ zeigten die Probanden höhere Werte im Visuellen Imagery als im 

Kinästhetischen Imagery mit einer deutlichen Korrelation zwischen beiden. 

Auch zeigte sich eine deutliche Symmetrie zwischen dominanter und nicht-

dominanter Extremität wie bereits in der Literatur beschrieben (Randhawa et al., 

2010, Malouin et al., 2007). Im Resting State EEG zeigten sich bei Motor 

Imagery Transmissionen bilateral im posterio-parietalen Bereich und in den 
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linken Prämotorarealen. Empfangsmuster zeigten sich um die Mittellinie und im 

rechten Frontalbereich. Diesem Bereich konnte durch Komponentenladungen 

und durch eine ganz ähnliche Lokalisation der korrespondierenden Netzwerke, 

die erste latente Fähigkeit zugeordnet werden (siehe Grafik 12 B) (Bauer et al., 

2015). 

Bezüglich der Motor Execution zeigte sich folgende Situation: beim VMI Task 

unterschieden sich die Probanden in ihrer Präzision am meisten im Bereich des 

Richtungswechsels oben und unten im Bildschirm (Bauer et al., 2015). Im MOC 

Task stieg die Leistung der Probanden von einer Zufallswahrscheinlichkeit von 

5% bei Beginn des Tasks auf 60% nach ca. 3 Sekunden (Bauer et al., 2015). 

Das Resting State EEG zeigte Ströme vom linken zum rechten Motorkortex 

(siehe Grafik 12 D) (Bauer et al., 2015). In diesem Bereich hatte auch die 

zweite latente Fähigkeit ein hohes Aktivitätslevel (siehe 12 C) (Bauer et al., 

2015). Dabei zeigte sich die höchste Korrelation zwischen Motor Execution und 

latenter Fähigkeit in der Transmission von C3 zu C6 und von C3 zu FC1. Diese 

Verbindungen konnten 68% der Motor Imagery Fähigkeiten und 84% der Motor 

Execution Fähigkeiten vorhersagen (Bauer et al., 2015). 

Ebenso stieg die Klassifikationsgenauigkeit im Verlauf des BMI Tasks (Bauer et 

al., 2015). Der üblicherweise genutzte Goldstandard Prädiktor (Blankertz et al., 

2010) beinhaltet die EEG- Ableitung über 2 Laplace-Kanäle über C3 und C4 bei 

geöffneten Augen. Dieser zeigte eine hohe Korrelation mit der Fähigkeit ein BMI 

zu steuern, konnte aber nur 21% der Motor Imagery Fähigkeit und 15% der 

Motor Execution Fähigkeit vorhersagen. 

 

3.2 Bewertung der Tasks mit dem NASA-TLX 

Die zweite Studie kam zu folgenden Ergebnissen:  

- Die kognitive Belastung des BMI-Feedbacks unterscheidet sich vom 

EMG-Feedback und kann insbesondere zu Frustration führen. Das 
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Frustrationserleben korreliert aber über die verschiedenen Feedback-

Aufgaben hinweg und legt daher eine spezifische Eigenschaft des 

Teilnehmers (personal trait) nahe. 

- Die kognitive Belastung kann unabhängig von der jeweiligen Aufgabe 

anhand kortikaler Netzwerke im EEG sowohl in Ruhe als auch während 

der Aufgabe bestimmt werden.  

Diese Ergebnisse sind in folgende Publikation eingeflossen: 

Fels M, Bauer R, Gharabaghi A. Predicting workload profiles of brain-robot 

interface and electromyographic neurofeedback with cortical resting-state 

networks: personal trait or task-specific challenge? J Neural Eng. 2015 

Aug;12(4):046029.  

Im Einzelnen wurden folgende Befunde erhoben: In der von den Probanden 

wahrgenommenen Schwierigkeit zeigte sich kein Unterschied zwischen den 

beiden Tasks, BMI und EMG. Auch die Performance der Probanden war 

ausgeglichen, sodass ihnen offensichtlich zwei unterschiedliche Anforderungen 

zu Grunde lagen. Die Probanden beurteilten die körperliche Kraft als wichtiger 

im EMG Task, während sie für den BMI Task die Frustration höher einschätzten 

(siehe Grafik 13) (Fels et al., 2015). Andererseits gab es eine 

tasküberspannende Korrelation des Fehlens von Frustration, in unserer 

deutschen Übersetzung positiv gedeutet und „Gutes Gefühl“ genannt, sodass 

hier eine probandenspezifische Komponente naheliegt. 
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Grafik 13: Vergleich der Taskload-Profile für Brain Machine Interface (BMI) Task und 

Elektromyographie (EMG) Task. Signifikante Ergebnisse mit * gekennzeichnet. 

 

Es zeigten sich für den BMI Task zwei Cluster, BMI1 und BMI2, mit zwei 

unterschiedlichen neuronalen Netzwerken. Die Ergebnisse der Probanden 

unterschieden sich bezüglich ihrer Performance in dem BMI Task nicht. 

Allerdings war für BMI1 Probanden die Beurteilung von „Gutes Gefühl“ weniger 

bedeutend und „Anstrengung“ wichtiger, während es in Gruppe BMI2 genau 

umgekehrt war (Grafik 14 A) (Fels et al., 2015). 
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Grafik 14: Workload-Profile der beiden Cluster, jeweils für (A) Brain Machine Interface (BMI) in 

grün, unterteilt in BMI1 und BMI2, und (B) Elektromyographie (EMG) Task in blau, unterteilt in 

Untergruppen EMG1 und EMG2. Signifikante Ergebnisse mit * gekennzeichnet. 
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Grafik 15: Darstellung der beiden Cluster, jeweils für die beiden in der Befragung 

herausstechenden Aspekte des NASA-TLX, A während des BMI-Tasks mit niedrigerer 

Bewertung der Frustration und höherer Bewertung der Anstrengung für BMI1 gegenüber BMI2 

(BMI1 in schwarz, BMI2 in rot dargestellt) und B während des EMG-Tasks mit deutlich höherer 

Bewertung von zeitlichen Zwängen, während körperliche Anstrengung als nachgeordnet 

gesehen werden in EMG1 gegenüber EMG2. (EMG1 in schwarz, EMG2 in rot dargestellt) 

Grafik unverändert übernommen aus Fels, et al. (Fels et al., 2015) 

 

Ebenso verhielt es sich mit den Ergebnissen aus dem EMG Task mit zwei 

Gruppen EMG1 und EMG2, wobei die Probanden der Gruppe EMG1 weniger 

Kraft in den Mittelpunkt stellten, sondern eher Zeit und Konzentration als wichtig 

erachteten (Grafik 14 B, Tabelle 1). Dies bestätigte sich in der visuellen 

Analyse, wie in Grafik 15 zu sehen ist (Fels et al., 2015). 

In der Analyse der Resting State EEGs zeigten sich stärkere Netzwerke von 

links parietal nach rechts frontal und nach zentral in den Gruppen BMI1 und 

EMG1 im Vergleich zu BMI2 und EMG2 (Grafik 16) (Fels et al., 2015). 

 



42 
 

 

Grafik 16: Unterschiede in α-Netzwerken während des Resting State EEGs je nach Cluster: A 

BMI1 gegenüber BMI2, B EMG1 gegenüber EMG2 und C BMI1 / BMI2 gegenüber EMG1 / EMG2.  

Grafik unverändert übernommen aus Fels, et al. (Fels et al., 2015) 

 

Es zeigte sich eine deutliche Korrelation zwischen den Mustern von EMG Task 

und BMI Task.  

 

Grafik 17: A: Vergleich der neurophysiologischen Aktivität zwischen BMI1 / EMG1 und BMI2 / 

EMG2, dabei erhöhte Aktivität im θ-Bereich bei 4-7 Hz. B: BMI1 gegenüber BMI2 im θ-Bereich. 

C: EMG1 gegenüber EMG2 im θ-Bereich. D: BMI1 / EMG1 gegenüber BMI2 / EMG2, ebenfalls im 

θ-Bereich. In blau abnehmende, in rot zunehmende Aktivität.  

Grafik unverändert übernommen aus Fels, et al. (Fels et al., 2015) 
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Dabei zeigten die Gruppen BMI1 und EMG1 gegenüber den Gruppen BMI2 und 

EMG2 erhöhte θ-Aktivität, vor allem in den primären Motorarealen kontralateral 

zur bewegten Hand (Grafik 17 A-C) (Fels et al., 2015). Auch dieses Muster 

korrelierte zwischen Tasks (Fels et al., 2015). 

Acht der Probanden waren sowohl in Gruppe BMI1 als auch EMG1 vertreten 

und formierten dadurch eine neue Gruppe BMI1 / EMG1 mit geringer Frustration 

im BMI Task und niedriger Kraftanstrengung im EMG Task. Demgegenüber 

waren 5 Probanden Teil von sowohl BMI2 als auch EMG2. Die entstehende 

Gruppe BMI2 / EMG2 zeichnete sich durch eine hohe Bewertung von Gutem 

Gefühl, bzw. Frustration, im BMI-Task und eine hohe Bewertung von Kraft im 

EMG Task aus. Auch im Vergleich der θ-Aktivität war zwischen BMI1 / EMG1 

und BMI2 / EMG2 eine deutliche Korrelation zu verzeichnen (Grafik 17 D) (Fels 

et al., 2015). 

 

3.3 Adaptation 

Die dritte Studie kam zu folgenden Ergebnissen:  

- Die von den Teilnehmern berichtete kognitive Belastung korrelierte mit 

dem Schwierigkeitsgrad des BMI Trainings.  

- Eine adaptive Schwierigkeitsanpassung des BMI erhöhte die Leistung 

und reduzierte die kognitive Belastung der Teilnehmer. 

Diese Ergebnisse sind in folgende Publikation eingeflossen: 

Bauer R, Fels M, Royter V, Raco V, Gharabaghi A. Closed-loop adaptation of 

neurofeedback based on mental effort facilitates reinforcement learning of brain 

self-regulation. Clin Neurophysiol. 2016 Sep;127(9):3156-64.  

Im Einzelnen wurden folgende Befunde erhoben: Es zeigte sich eine 

signifikante Korrelation zwischen der Bewertung der Schwierigkeit und der 

Schwelle im random Block, welche sich im Vergleich der Probanden 

untereinander bestätigte. Die genauen Daten finden sich in Tabelle 2 im 



44 
 

Anhang. Während die Schwelle im random Block vorgegeben war, kam es im 

adaptiven Block zu einer breiten Streuung. Vor allem zeigte sich ein Anstieg der 

Schwelle im Laufe des Tasks. Die Einschätzung der Schwierigkeit war im 

random Block willkürlich verteilt, während sie im adaptiven Task abnahm. In der 

Simulation fand sich keine solche Korrelation, was die Daten zusätzlich 

unterstützt (siehe Grafik 18) (Bauer et al., 2016a).  

 

Grafik 18: Ergebnisse der Varianzanalyse mit Standardfehlern; A-C Schwellenveränderung: A 

random, B adaptiv, C Simulation; D-F mentale Anstrengung: D random, E adaptiv, F Simulation. 
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Die Kerndichteschätzung (Bauer et al., 2016a) zeigte ähnliche 

Schwierigkeitsgrade für alle drei Blöcke, jedoch höhere Schwellen im adaptiven 

Block. Der mittlere Schwierigkeitsgrad wurde dementsprechend auch im 

adaptiven Block deutlich geringer bewertet, obwohl der adaptive Block durch 

die steigende Schwelle objektiv deutlich schwieriger war (Bauer et al., 2016a). 

Die Klassifikationsgenauigkeit war im adaptiven Block um 2,39% höher als in 

den anderen Blöcken und das Level des positiv-prädiktiven Wertes stieg um 

7,46% (siehe Grafik 19 A+B) (Bauer et al., 2016a).  

 

 

Grafik 19: A mittlere Klassifikationsgenauigkeit und B positiv prädiktiver Wert der beiden Blöcke 

im Vergleich; dabei repräsentiert die rote Kurve den adaptiven Durchlauf, die blaue den random 

Durchlauf, signifikante Unterschiede ab einer Schwelle von 0,01 sind grau dargestellt. (C-E) 

Signifikante Energie-Unterschiede zwischen dem adaptiven und dem random Block, C für den 

θ-Bereich, D für den α-Bereich und E für den β-Bereich. Wichtige Verbindungen sind als Pfeile 

dargestellt. Zunahmen der Energie sind rot dargestellt, Abnahmen blau. 

Modifiziert aus Bauer et al, 2016 (Bauer et al., 2016a) 
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Ein optimales Niveau von Anforderung wurde dagegen bei einer Schwelle von 

0,8 erreicht (Bauer et al., 2016a). Dies war deutlich höher als die Schwelle von 

0 für optimale Klassifikationsgenauigkeit. 

Es ergab sich ein klarer definiertes Muster in den niedrigen Frequenzen des 

adaptiven Blocks als in denen des random Blocks. Im α-, β- und θ-Bereich des 

EEGs zeigte sich ein Netzwerk von interhemisphärischen Verbindungen 

zwischen frontalen, parietalen und zentralen Arealen. 

Im θ-Bereich zeigten sich die größten positiven Ströme von CP2 zu CPz, von 

O2 zu CP5 und Cz zu FC4. Nicht signifikant war die stärkste negative 

Modulation über C6 (siehe Grafik 19 C) (Bauer et al., 2016a). 

Im α-Spektrum waren die stärksten Erhöhungen von FP2 nach C4, C4 zu C1 

und FP2 zu FP1 zu messen. Nicht signifikant war die stärkste positive 

Modulation über F4 (siehe Grafik 19 D) (Bauer et al., 2016a). 

Die stärkste Erhöhung der Ströme im β-Bereich zeigte sich von Cz zu FC1, von 

CP6 zu C6 und Cz zu FC4. Die stärkste positive Modulation über F4 war nicht 

signifikant (siehe Grafik 19 E) (Bauer et al., 2016a). 

Die genauen Daten können dem Paper zur Adaptation, Bauer et al, 2016 

(Bauer et al., 2016a) entnommen werden. 
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4. Diskussion 

4.1 Individualisierung der Rehabilitation nach 
Schlaganfall 

So häufig der Schlaganfall in unserer alternden Gesellschaft vorkommt, so 

heterogen sind doch die einzelnen Ausprägungen des Schlaganfalls, die 

Lokalisation und die individuellen Einschränkungen. Diese Unterschiede 

müssen bei Rehabilitationsansätzen berücksichtigt werden. 

In der Literatur hat sich gezeigt, dass Studien, welche in der Rehabilitation nach 

Schlaganfall nur Motor Imagery nutzen, für den Patienten nur begrenzte 

Therapieeffekte liefern konnten (Braun et al., 2013, Ietswaart et al., 2011, Page 

et al., 2011). Netzwerke im Gehirn ändern sich teilweise drastisch durch ein so 

einschneidendes Ereignis wie einen Schlaganfall (Grefkes and Fink, 2011, 

Hamzei et al., 2006, Szameitat et al., 2012, Wang et al., 2010, Lefebvre et al., 

2012). Die von uns beschriebenen unterschiedlichen kortikalen Netzwerke für 

Motor Imagery und Motor Execution könnten hier eine Rolle spielen. Bei 

Schlaganfallpatienten ähneln die Hirnströme während einer Bewegung eher 

den Strömen während Motor Imagery (Szameitat et al., 2012), statt denen 

während einer passiven Bewegung wie bei gesunden Probanden. Nur durch 

das effektive Zusammenspiel von Motor Imagery und Motor Execution kann 

eine Bewegung ausgeführt werden, und genau hier scheint nach einem 

Schlaganfall ein Defizit zu entstehen. Das stellt dann ein Problem dar, wenn 

man mittels spezifischer Stimulation von Hirnarealen die Rehabilitation 

befördern will. Das BMI kann hier die für eine Bewegung relevanten Netzwerke 

für Motor Imagery, Motorik und Motor Execution aktivieren. 

In den letzten Jahren hat sich gezeigt, dass externe Stimulation in Phasen 

verringerter β-Aktivität und damit erhöhter kortikospinaler Erregbarkeit (Kraus et 

al., 2016a, Kraus et al., 2016b, Raco et al., 2016, Aono et al., 2013) helfen 

kann, latente kortikospinale Verbindungen zu kräftigen (Gharabaghi et al., 

2014a) und transkranielle Wechselstromstimulation im θ-Bereich die 

Aufnahmefähigkeit des Arbeitsgedächtnisses erhöhen kann (Polania et al., 
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2012a, Jausovec and Jausovec, 2014). Hier kann die genaue Aufzeichnung der 

veränderten neuronalen Netzwerke abermals eine Basis für eine zielgerichtete 

Therapie schaffen. 

Passive Bewegung wird bei Gesunden in den Muskelspindeln aufgenommen 

(Proske and Gandevia, 2009) und an den propriozeptiven Kortex weitergeleitet 

(Seiss et al., 2002), um für künftige Bewegungen ein Vorwärtsmodell (Dimitriou 

and Edin, 2010) zu entwickeln, welches die Propriozeption bestimmter 

Bewegungen vorhersagt. Diese Netzwerke sind bei vielen Schlaganfallpatienten 

verändert (Jiang et al., 2013). Hinzu kommt, dass sich entgegen früherer 

Annahmen gezeigt hat, dass die elektrische Reizweiterleitung keineswegs nur 

von motorischen zu sensorischen Bahnen läuft, sondern auch umgekehrt. 

Unser haptisches Feedback mit der passiven Bewegung des Armes im Rahmen 

eines BMI Feedback Trainings kann also auch an dieser Stellschraube 

ansetzen: Veränderungen im sensorischen Vorwärtsmodell haben messbare 

Veränderungen in der Bewegungsplanung zur Folge (Gandolla et al., 2014). 

Man könnte also versuchen, diesen antidromen Weg ins motorische System zu 

nutzen, um über die sensorischen Bahnen die motorische Leistung zu 

verbessern und zu trainieren. 

Den Probanden fielen beide Aufgaben, BMI Task und EMG Task, gleich leicht 

oder schwer, was an ihrer Performance zu erkennen ist. Jeder Task hatte 

jedoch sein eigenes Profil von Anforderungen. Da der EMG Task Muskelarbeit 

misst, ist es verständlich, dass Kraft bei dieser Aufgabe wichtiger war als im 

BMI Task. Leider folgt daraus allerdings auch, dass für den EMG Task ein 

Minimum an Muskelaktivität nötig ist. Dies ist bei Patienten nach einem 

ausgedehnten Schlaganfall nicht immer gegeben, sodass in diesen Fällen 

möglicherweise ein BMI Training erfolgversprechender ist. Das restorative 

Feedback will die krankheitsbedingten motorischen Symptome einer Vielzahl 

von neurologischen Erkrankungen lindern. Viele Schlaganfallpatienten leiden 

jedoch zusätzlich an kognitiven Einschränkungen (de Vries et al., 2011, 

Schaapsmeerders et al., 2013, Brainin et al., 2015), deshalb sollte bei der 

Evaluation der neueren Closed-Loop Rehabilitationsmethoden auf 
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schwerstbetroffene Patienten Rücksicht genommen werden (Brauchle et al., 

2015, Grimm and Gharabaghi, 2016, Grimm et al., 2016b, Grimm et al., 2016a). 

Zudem sind aber Schlaganfall-Patienten schon vor dem Ereignis in ihrem 

Charakter, ihrem Alter, Geschlecht und Körperbau sehr unterschiedlich. In 

unserer heutigen Gesellschaft, in der mehr Wert gelegt wird auf die Belange 

und die Einzigartigkeit des Individuums, ist es wünschenswert, die 

Rehabilitation nach einem Schlaganfall, die eine große Fülle an ganz 

verschiedenen Therapieansätzen bereithält, im Rahmen eines treatment 

matching an den einzelnen Patienten anzupassen und so der Forderung nach 

patienten-zentrierter Individualisierung der Therapie gerecht zu werden 

(Cameirao et al., 2009). 

Wir glauben, dass ein auf den Patienten abgestimmtes, individualisiertes 

Trainingsprogramm, zum Beispiel mit Online-Feedback (Krusienski et al., 2012, 

Wei et al., 2007) oder Neurostimulationstechniken (Arai et al., 2011, Lu et al., 

2012, Polania et al., 2012a, Polania et al., 2011, Polania et al., 2012b, Chen et 

al., 2003, Plewnia et al., 2008, Grimm et al., 2016c, Royter and Gharabaghi, 

2016), verbesserte Ergebnisse bringen könnte. Es zeigte sich in unserer 

Workload Studie eine starke Korrelation zwischen den Loadings der beiden 

latenten Fähigkeiten und dem BMI, was das BMI zu einer Brücke zwischen 

diesen beiden unabhängigen Netzwerken und damit zu einer Art „Hintertür“ ins 

motorische System macht. Dabei zeigten einige Probanden eine Präferenz für 

Motor Imagery, während andere Probanden mehr Motor Execution nutzten. 

Zusätzlich haben unsere Ergebnisse aufgezeigt, dass ein besonderes Gewicht 

auf die Motivation und die Vermeidung von Frustration bei Probanden gelegt 

werden muss. In der Literatur hat sich gezeigt, dass Motivation, Zuversicht und 

Konzentration (Nijboer et al., 2008, Hammer et al., 2012) wichtige 

Einflussfaktoren für die Leistung in Neurofeedback Aufgaben sind. Besonders 

die Tatsache, dass es eine hohe Korrelation von Frustration zwischen BMI- und 

EMG-Aufgabe gab, unterstützt die Theorie, dass dies ein wesentlicher 

personen-gebundener Einflussfaktor ist. Motivation kann auch entstehen, indem 
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Patienten den Trainingsprozess aktiv mitgestalten können, zum Beispiel indem 

man sie nach einem Task zu der empfundenen Schwierigkeit befragt. Nicht nur 

haben die Patienten dann den Eindruck in die Gestaltung des Trainings 

eingebunden zu sein, sondern es gibt ihnen auch ein Gefühl von 

Selbstständigkeit (Clarke and Black, 2005). 

Für den BMI Task war die Frustration von größerer Bedeutung. Man muss sich 

dabei vergegenwärtigen, dass unsere Studie überwiegend an jungen, 

motivierten und gesunden Probanden durchgeführt wurde. Umso wichtiger ist 

die Motivation für den Rehabilitationserfolg der meist älteren Patienten. 

Die empfundene Frustration korrelierte deutlich zwischen den Tasks. Das ist 

zusammen mit der Tatsache von Bedeutung, dass die Umstände, welche zu 

der Zugehörigkeit zu einem der beiden Tasks führten, auch in der Zuordnung zu 

der stärkeren oder schwächeren Gruppe innerhalb des Tasks eine Rolle 

spielen. Es scheint also eine weitere Dimension der Über- oder Unterforderung 

zu geben, welche von dem Profil der einzelnen Aufgabe unabhängig ist. Die 

neurophysiologischen Daten legen hier nahe, dass es eine Verbindung zum 

kognitiven Load und zum frühen Bewegungslernen gibt. Dies unterstreicht 

einmal mehr die Bedeutung von einer Anpassung von Schwierigkeit und 

Umfang einer Aufgabe an die individuellen Fähigkeiten des Patienten (Bauer 

and Gharabaghi, 2015a). Besonders bei Schlaganfallpatienten, die ja 

unabhängig von ihrem Alter oftmals an kognitiven Defiziten in Folge der 

zerebralen Läsion leiden (Schaapsmeerders et al., 2013) scheint das eine 

Hauptaufgabe in der Rehabilitation zu sein. Wie kann man also die kognitive 

Belastung verringern? Klare Arbeitsanweisungen und visuelle Stimuli 

(Heremans et al., 2012) haben sich ebenso bewährt, wie regelmäßige 

Ruhephasen zwischen Aufgaben, die Lernen beinhalten (Albert et al., 2009a). 

Die größte Bedeutung kommt aber wohl der systematischen Anpassung der 

Schwierigkeit der Aufgabe an die dem Patienten zur Verfügung stehenden 

Ressourcen zu (Schnotz and Kürschner, 2007, Clark et al., 2011). Bezogen auf 

unsere Erkenntnisse böte sich zum Beispiel an, in regelmäßigen Pausen die 

Frustration, wegen möglicher Über- oder Unterforderung abzufragen. Eine 
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weitere Möglichkeit könnte die transkraniale Stimulation zum Herausformen von 

θ-Aktivität sein, um die Leistung während des Tasks zu erhöhen (Feurra et al., 

2013, Polania et al., 2012a). 

Ein weiterer wichtiger Schritt sollte jetzt sein, die in unseren Studien 

gefundenen Ergebnisse auch an die Schlaganfallrehabilitation anzupassen. 

Unsere Daten beruhen zu einem Großteil auf gesunden, jungen und 

technikaffinen Studenten. Die kommende Herausforderung wird es sein, das 

Training auch für Patienten gewinnbringend zu gestalten, die in der Nutzung 

von Robotern und Computern weder Erfahrung noch Enthusiasmus vorweisen 

können, die durch den Schlaganfall kognitive Einschränkungen erlitten haben 

und dem Leben mit den Folgen eines Schlaganfalls möglicherweise mit Angst, 

Wut oder Rückzug entgegensehen. 

 

4.2 Resting State EEG als Screening Parameter zur 
Auswahl der besten Therapie 

Es ist sicher ein guter Ansatz, das Rehabilitationstraining nach einem 

Schlaganfall zu individualisieren, aber woher weiß der Behandelnde, welche der 

vielen möglichen Therapien für seinen Patienten die beste ist? 

Überlebende eines Schlaganfalls leiden in unterschiedlichem Ausmaß an der 

Unfähigkeit Motor Imagery oder Motor Execution auszuführen (de Vries et al., 

2011, Wiese et al., 2005), für deren Vorhersage es aber bislang noch keine 

objektiven Marker gab.  

Die drei starken Gruppen BMI1, EMG1 und BMI1 / EMG1 der Workload Studie 

zeigten im Resting State EEG deutliche α-Ströme von der linken Parietalregion 

zur rechten Frontalregion und nach zentral mit einer klaren Korrelation 

zueinander. Auch die erhöhte θ-Aktivität rechts im primären Motorcortex war 

bereits in diesen 5 Minuten zu erkennen. Diese Netzwerke sind eben jene, die 

sich in der Literatur (Vukelic et al., 2014) und in unserer Studie zur Motor 

Imagery (Bauer et al., 2015) als die wichtigsten Areale gezeigt haben, um die 
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Fähigkeiten Motor Imagery und Motor Execution erfolgreich zu nutzen. Die links 

parietalen Areale sind für die Planung von Bewegungen der Hand (Johnson-

Frey et al., 2005, Lewis, 2006, Rushworth et al., 2003) und die Verarbeitung 

kinästhetischer Informationen (Hagura et al., 2007) verantwortlich. Die Motor 

Execution entsteht in kontralateral zur Extremität gelegenen Arealen (Chouinard 

and Paus, 2006). Wir haben also gezeigt, dass die von uns beschriebenen 

Netzwerke alle wichtigen Bereiche des motorischen Lernens abdecken: 

Reaktivieren von erinnerten Bewegungen im parietalen Bereich, kognitive 

Prozessierung im frontalen Bereich und Abgleich mit peripheren Netzwerken in 

parietalen Arealen. Hier liegt also ein spezifisches Training für die ersten 

kognitiven Phasen des Bewegungslernens vor (Doyon and Benali, 2005). 

Wir haben in unseren Studien (Bauer et al., 2016a, Bauer et al., 2015, Fels et 

al., 2015) also das Resting State EEG als ein praktisches Screening-Werkzeug 

vorgestellt, mit dem die beiden unterschiedlichen Fähigkeiten des Motor 

Imagery und der Motor Execution anhand ihrer neuronalen Netzwerke 

unterschieden werden können. Unser dazu genutzter Versuchsaufbau ist mit 

geringen finanziellen Mitteln reproduzierbar und für die getestete Person 

angenehm, da er nur 5 Minuten entspannten Zurücklehnens mit einem 

einfachen EEG-Aufbau benötigt. Dies erlaubt es, sehr rasch nach dem 

Schlaganfall, auf Motor Imagery und Motor Execution zu screenen und damit 

natürlich auch das Rehabilitionspotenzial in dieser wichtigen Zeit auszunutzen, 

da der Test für die Patienten weder physisch noch psychisch anstrengend ist. 

Unsere Methode der Konnektivitätsmessung beim Resting State EEG hat sich 

dabei als sowohl bezüglich der Sensitivität als auch der Spezifität dem 

bisherigen Goldstandard mit nur 2 EEG-Kanälen und geöffneten Augen 

überlegen erwiesen. 

Das Spektrum des Resting State EEG hat sich auch als guter Prädiktor 

erwiesen für die Fähigkeit ein BMI zu nutzen. In der Literatur sind Resting State 

Netzwerke im α-und θ-Bereich im Zusammenhang mit der Modulation von 

β-Aktivität beschrieben worden (Vukelic et al., 2014, Vukelic and Gharabaghi, 

2015a). Unsere Studien konnten zeigen, dass besonders die α-Netzwerke zur 
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Vorhersage von BMI-Begabung geeignet sind (Bauer et al., 2015, Fels et al., 

2015) und θ-Aktivität über den Workload eines Tasks informieren kann (Fels et 

al., 2015). Die Messung der β-Konnektivität von motorischen Arealen kann zur 

Vorhersage von Motorlernen genutzt werden (Wu et al., 2014). Die stufenweise 

Erhöhung der Schwierigkeit hat dazu geführt, dass die Probanden in einer 

aktiven Lernphase waren, welche mit erhöhten Anforderungen an die Fähigkeit 

des motorischen Lernens (Schnotz and Kürschner, 2007, Fitts, 1954, Halsband 

and Lange, 2006) einhergeht. Das Lernen von Bewegungsaufgaben führt zu 

einer Verschiebung der Hirnaktivität von kontrollierten kognitiven Prozessen zu 

einer eher automatisch ablaufenden Ausführung, welche Netzwerke (Wander et 

al., 2013) aktiviert, die teilweise auch in der kognitiven Phase von 

Motorsequenz-Lernen abgerufen werden: Motorareale, Prämotorareale, 

präfrontale und parietale Bereiche kontralateral zur Bewegung (van Mier et al., 

1998). Die θ-Synchronisation (Axmacher et al., 2006, Perfetti et al., 2011) in 

parietalen Arealen wird mit dem Arbeitsgedächtnis in Verbindung gebracht 

(Jausovec and Jausovec, 2014, Raghavachari et al., 2001). Sie ist jedoch auch 

aktiv im Bereich der Sensorimotorischen Integration (Caplan et al., 2003, 

Cruikshank et al., 2012) und erhöhtem Load durch Reaktivieren von 

Gedächtnisinhalten (Lundqvist et al., 2011). Seine Bedeutung im Abspeichern 

und Abrufen von Erinnerungen (Axmacher et al., 2009), legt den Schluss nahe, 

dass es sich hier um einen Zugang zum Motorsystem durch Abrufen von vorher 

gespeicherten Bewegungsprogrammen handeln könnte. Es wird eine Bottom-

up Aktivierung des Motorischen Systems durch sensorische Informationen 

genutzt. Die erhöhte Dichte an α-Verbindungen von parietal zu motorischen 

Arealen während des Resting State mit seiner von uns beschriebenen 

Verbindung zum Motor Imagery könnte bei der Aktivierung dieser θ-Rhythmen 

eine Rolle spielen. 
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4.3 Adaptation der Schwelle beim BMI 

Als letzten Teil unserer Studien haben wir uns der Frage gewidmet, ob man 

nach der Entscheidung, welche Art von Rehabilitationstherapie für den 

einzelnen Patienten die beste ist, die gewählte Therapieform auf das 

Individuum zuschneiden kann. Eine Anpassung der Schwelle, an welcher der 

Klassifikator das Motor Imagery erkennt, ist eine einfache und wirksame Art, 

das Training mit dem BMI an den einzelnen Patienten zu adaptieren und damit 

effektiver zu machen. 

Die Probanden empfanden den Task im adaptiven Block trotz steigender 

Schwierigkeit als zunehmend einfacher und auch die Klassifikationsgenauigkeit 

und der positiv prädiktive Wert nahmen zu. Dies zeichnet den adaptiven 

Trainingsansatz als besonders hilfreich für bestärkendes Lernen aus. 

Wir nutzten bewusst unterschiedliche Schwellen im random Block, um eine 

größere Variabilität an individuellen Schwierigkeitsstufen zuzulassen und 

schalteten auch keine vom Computer gewählten Schwellen, wie in der Literatur 

beschrieben (Vidaurre et al., 2011a). Das mag zwar dazu führen, dass die 

Klassifikationsgenauigkeit niedriger ist, aber genau das ist letztlich die 

Herausforderung jedes restorativen Feedbackmechanismus, dessen geringer 

Funktionsumfang einer großen Fülle an Daten gegenübersteht. In Bezug auf die 

Klassifikationsgenauigkeit messen wir uns deshalb nicht am assistiven 

Feedback, sondern versuchen die für die Rehabilitation nach Schlaganfall so 

wichtige Disziplin des restorativen Feedbacks zu verbessern. Im Übrigen hat 

sich in unseren Daten gezeigt, dass die Klassifikationsgenauigkeit nicht 

unbedingt das optimale Maß für das Schwierigkeitsnineau eines restorativen 

Feedbacks sein muss (Bauer and Gharabaghi, 2015a, Bauer and Gharabaghi, 

2015b, Bauer et al., 2016b, Naros et al., 2016). Im Gegenteil lag die perfekte 

Balance zwischen Unter- und Überforderung bei unseren Probanden im Schnitt 

etwas höher. 

Unsere Ergebnisse zeigen, dass die frontalen und zentralen Netzwerke, die für 

die Ressourcenbereitstellung und das Motorlernen wichtig sind, durch 
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Adaptation gestärkt werden können. Das passt gut zu bestehenden Konzepten 

über die Rolle von θ-Oszillationen im Bereich des Arbeitsgedächtnisses, der 

Abrufung von motorischen Mustern und der sensomotorischen Integration 

(Cruikshank et al., 2012, Fell et al., 2011, Caplan et al., 2003, Osipova et al., 

2006) und von α-Oszillationen für die Verarbeitung sensorischer Reize (Palva 

and Palva, 2007, Weisz et al., 2014). Dabei kann der Aufbau von Netzwerken 

(Strens et al., 2004) als Feedbackmarker in online-basierten BMIs für 

Neurofeedback genutzt werden. Weiter setzten wir voraus, dass 

Klassifikationsgenauigkeit und mentale Anstrengung aneinander gekoppelt sind 

und eine Adaptation des Schwierigkeitsniveaus die Leistung erhöhen werde. 

Deshalb hatten wir auch die Klassifikationsgenauigkeit als die Zone der 

nächsten Entwicklung angenommen (Schnotz and Kürschner, 2007, Bauer and 

Gharabaghi, 2015a). Nach der Cognitive Load Theorie für die Planung von 

optimalen Umständen für effektives Lernen zeigt die Klassifikationsgenauigkeit 

die Menge freier mentaler Ressourcen an. Diese ist am größten, wenn 

extrinsisches und intrinsisches Load minimal sind. Durch die Adaptation der 

Schwierigkeit können mentale Ressourcen freigesetzt werden, die wiederum in 

die Klassifikationsgenauigkeit investiert werden können. Unsere Studie hat all 

diese Annahmen bestätigt. Die Klassifikationsgenauigkeit stieg rund um ihre 

optimale Schwelle deutlich an, ein Hinweis auf eine Ausweitung der Zone der 

nächsten Entwicklung und einen Anstieg der kognitiven Ressourcen für das 

Lernen dieses Tasks (de Jong, 2010, Clark et al., 2011). 
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5. Zusammenfassung 

In der vorliegenden Arbeit wurden die grundlegenden Eigenschaften und 

Wirkungen eines Brain-Machine-Interfaces (BMI), das im EEG gemessene 

Hirnaktivität in Bewegungen einer Handorthese umsetzt, bei gesunden 

Probanden untersucht. In der ersten Studie wurden die kortikalen Netzwerke 

von Probanden mittels EEG untersucht, bevor sie unterschiedliche motorische 

Aufgaben durchführten: Bewegungsvorstellung (Motor Imagery, MI), 

tatsächliche Bewegungen (Motor Execution, ME) und die Benutzung eines BMI 

(d.h. MI mit Feedback durch die Handorthese). Es konnte gezeigt werden, dass 

Ruhe EEG-Netzwerke die anschließende Fähigkeit der Probanden zu MI, ME 

und BMI-Anwendung vorhersagen können. Dabei überlappen sich die kortikalen 

Netzwerke für MI und ME zum Teil, zeigen jedoch auch relevante Unterschiede. 

In diesem Kontext kann die BMI-Anwendung die Netzwerke und Fähigkeiten 

von MI und ME überbrücken. In der zweiten Studie wurde das BMI Training mit 

einem etablierten EMG-basierten Neurofeedback Training verglichen, um die 

jeweilige kognitive Belastung zu ermitteln. Dabei unterschied sich die kognitive 

Belastung des BMI Feedbacks vom EMG Feedback und konnte insbesondere 

zu Frustration führen. Das Frustrationserleben korreliert aber über die 

verschiedenen Feedback Aufgaben hinweg und legt daher eine spezifische 

Eigenschaft des Teilnehmers (personal trait) nahe. Darüber hinaus konnte die 

kognitive Belastung unabhängig von der jeweiligen Aufgabe anhand kortikaler 

Netzwerke im EEG sowohl in Ruhe als auch während der Aufgabe bestimmt 

werden. In der dritten Studie erfolgte schließlich eine Schwierigkeits-Adaptation 

auf der Basis der kognitiven Belastung der Teilnehmer. Die von den 

Teilnehmern berichtete kognitive Belastung korrelierte dabei mit dem 

Schwierigkeitsgrad des BMI Trainings. Eine adaptive Schwierigkeitsanpassung 

des BMI erhöhte schließlich die Leistung und reduzierte die kognitive Belastung 

der Teilnehmer. Insgesamt wurden mit diesen Probandenstudien die 

Voraussetzungen geschaffen, ein adaptives Neurofeedback Training zu 

entwickeln, das langfristig in der Rehabilitation von Schlaganfallpatienten mit 

motorischen Einschränkungen der Hand eingesetzt werden kann.   
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7. Tabellen und Fragebögen 

 

Tabelle 1: Vergleich der für BMI bzw. EMG wichtigen Aspekte in der Gegenüberstellung von 

EMG1 versus EMG2 und BMI1 versus BMI2 

BMI1 / BMI2 Performance t(20) = 1.89, p > 0.07 

BMI1 / BMI2 Frustration t(19) = 3.82, Δ = -1.56, p = 0.001 

BMI1 / BMI2 Anstrengung t(19) = 6.36, Δ = 2.72, p < 0.001 

EMG1 / EMG2 Kraft t(19) = 10.96, Δ = -2.92, p < 0.001 

EMG1 / EMG2 Zeit t(19) = 3.17, Δ = 1.61, p = 0.005 

EMG1 / EMG2 Konzentration t(19) = 4.63, Δ = 2.53, p = 0.002 
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Tabelle 2: statistische Auswertung der Studien zu Workload und Adaptation 

Workload Studie  

Von Probanden wahrgenommene 

Schwierigkeit 
t(20) = 1.89, p > 0.07 

Performance der Probanden r = 0.08, p > 0.74 

Korrelation zwischen Mustern von EMG 

Task und BMI Task 

LΨnet: Pearson's r = 0,68, 

p<0,001; LΨ: Pearson's r = 0,34, 

p<0,001 

Korrelation an Theta-Mustern zwischen 

BMI1 bzw. EMG1 und BMI2 bzw. EMG2 
Pearsons r=0,73; p<0,001 

Adaptationsstudie  

Korrelation zwischen Schwierigkeit und 

Schwelle im random Block 
r 0,65, p <0,0001 

Vergleich der Probanden untereinander 

bezüglich der Korrelation zwischen 

Schwierigkeit und Schwelle im random 

Block 

t(20) 8,59, p<0,001 und 95% CI 

0,66-0,86 

Streuung bei vorgegebener Schwelle im 

random Block 
F(8,160) 0,61, p >0,76 

Streuung im adaptiven Block F(8,160) 4,64, p <0,001 

Einschätzung der Schwierigkeit im random 

Block 
F(8,138) 0,69, p>0,69 

Einschätzung der Schwierigkeit im 

adaptiven Task 
F(8,138) 8,03, p<0,02 

Einschätzung des mittleren 

Schwierigkeitsgrades im adaptiven Block 

Δ 1,07, 95%CI 0,09-0,26, 

F(1,354) 21,76, p<0,001 

Objektiver Schwierigkeitsgrad im adaptiven 

Block 

Δ 1,17, 95%CI 0,09-0,26, 

F(1,354) 15,81, p<0,001 

Klassifikationsgenauigkeit im adaptiven 

Block 

2,39% (t(20) 3,91, 95%CI 0,01-

0,037, p<0,001) 

Positiv prädiktiver Wert im adaptiven Block 7,46% (t(20) 2,85, 95%CI 0,02-
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0,129, p<0,01) 

Optimales Niveau von Anforderung 
Schwelle 0,8 (95%CI 0,698-

0,903) 

Ströme von CP2 zu CPz im θ-Bereich t(20) 3,25, p 0,004 

Ströme von O2 zu CP5 im θ-Bereich t(20) 2,68, p 0,015 

Ströme von Cz zu FC4 im θ-Bereich t(20) 2,61, p 0,017 

Stärkste Modulation über C6 im θ-Bereich t(20) -1.9, p 0,07 

Ströme von FP2 zu C4 im α-Bereich t(20) 3,8, p 0,001 

Ströme von C4 zu C1 im α-Bereich t(20) 2,72, p 0,013 

Ströme von FP2 zu FP1 im α-Bereich t(20) 2,32, p 0,031 

Stärkste positive Modulation über F4 im α-

Bereich 
T(20) 2,03, p 0,06 

Ströme von Cz zu FC1 im β-Bereich t(20) 3,99, p 0,001 

Ströme von CP6 zu C6 im β-Bereich t(20) 3,09, p 0,006 

Ströme von Cz zu FC4 im β-Bereich t(20) 2,79, p 0,011 

Stärkste positive Modulation über F4 im β-

Bereich 
t(20) 1,48, p 0,15 
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Grafik 7: (Seite 1/2) In dieser Arbeit verwendete Version ausgewählter Fragen des Alcohol / 

Drug Use Disorder Indentification Tool (AUDIT und DUDIT). 
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Grafik 7 (Fortsetzung, Seite 2/2): Drogenliste zur Selbstkontrolle der Probanden zur in dieser 

Arbeit verwendeten Version ausgewählter Fragen des Alcohol / Drug Use Disorder 

Indentification Tool (AUDIT und DUDIT).  
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Grafik 8: In dieser Arbeit verwendete Version des Edinburgh Handedness Inventory. 
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Grafik 9: Kinesthetic and Visual Imagery Questionnaire (KVIQ) der oberen Extremität, wie er in 

unseren Studien(Bauer et al., 2016a, Bauer et al., 2015, Fels et al., 2015) benutzt wurde. D ist 

die dominante Extremität, ND die nicht-dominante Extremität. 

 



84 
 

8. Erklärung zum Eigenanteil 

Hiermit erkläre ich, dass ich die vorliegende Arbeit nicht schon an anderer 

Stelle als Qualifikationsarbeit eingereicht habe und dass ich sie selbstständig 

ohne unerlaubte Hilfe und ohne die Benutzung anderer als der angegebenen 

Hilfsmittel angefertigt habe. Alle Stellen, die wörtlich oder sinngemäß aus 

Veröffentlichungen oder aus anderweitigen fremden Äußerungen entnommen 

wurden, habe ich als solche einzeln kenntlich gemacht. 

Die Arbeit wurde unter der Betreuung von Prof. Dr. Alireza Gharabaghi und Dr. 

Dr. Robert Bauer in der Sektion für Funktionelle und Restaurative 

Neurochirurgie der Neurochirurgischen Universitätsklinik Tübingen 

durchgeführt. 

Ich habe sämtliche Probanden rekrutiert, bei ihnen alle Versuche inklusive der 

Fragebögen zu KVIQ, EHI, AUDIT / DUDIT und NASA-TLX eigenständig 

durchgeführt und alle Daten erhoben. 

Die Konzeption der Studien erfolgte unter Anleitung von Prof. Dr. Alireza 

Gharabaghi und Dr. Dr. Robert Bauer. Die Planung des Studienaufbaus und der 

praktischen Umsetzung der drei Studien erfolgte gemeinsam mit Dr. Dr. Robert 

Bauer. Die Datenaufbereitung und die Erstellung der Grafiken 15, 16 und 17 

erfolgte gemeinsam mit Dr. Dr. Robert Bauer, die statistische Auswertung 

mittels „Matlab“ gemeinsam mit Dr. Valerio Raco. Vladislav Royter hat das für 

die Versuche verwendete Graphical User Interface (GUI) mittels „Microsoft 

Visual Studio 2010 Premium“ entwickelt. 

Ich versichere, das Manuskript selbständig verfasst zu haben und keine 

weiteren als die von mir angegebenen Quellen verwendet zu haben. 

 

Tübingen, den 20.04.2017 

  



85 
 

9. Veröffentlichungen 

Teile der vorliegenden Dissertationsschrift wurden in den folgenden 

Publikationen veröffentlicht: 

 

Bauer R, Fels M, Vukelić M, Ziemann U, Gharabaghi A. Bridging the gap 

between motor imagery and motor execution with a brain-robot interface. 

Neuroimage. 2015 Mar;108:319-27. doi: 10.1016/j.neuroimage.2014.12.026.  

 

Fels M, Bauer R, Gharabaghi A. Predicting workload profiles of brain-robot 

interface and electromyographic neurofeedback with cortical resting-state 

networks: personal trait or task-specific challenge? J Neural Eng. 2015 

Aug;12(4):046029. doi: 10.1088/1741-2560/12/4/046029.  

 

Bauer R, Fels M, Royter V, Raco V, Gharabaghi A. Closed-loop adaptation of 

neurofeedback based on mental effort facilitates reinforcement learning of brain 

self-regulation. Clin Neurophysiol. 2016 Sep;127(9):3156-64. doi: 

10.1016/j.clinph.2016.06.020.  

 

 


